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Abstrakt Tento ¢lanek je zameéfen na Sir$i sezndmeni s problematikou
dolovani v temporalnich datech, jenz byva v literatufe oznacovano také
jako temporal mining. Z této oblasti se konkrétné zaméiuje na objevovani
temporélnich vzort (temporal pattern discovery). V ¢lanku jsou zminény
typy dat, ve kterych se daji vzory dolovat a jakd specifika a problémy
pfindsi do dolovani uvaZovani ¢asové domény. StéZzejni Cast pak pied-
stavuje konkrétni typy temporalnich vzort spole¢né s metodami a konkrét-
nimi algoritmy pro jejich objevovani.

1 Uvod

Dlouhou dobu jsou data aplikaci, napf. také informac¢nich systému, uchovavana v
databézovych systémech. Tyto databéze zacaly Casem rust takovym zpusobem,
ze se v nich sice skryvalo obrovské mnozstvi dat, ale nebyli jsme schopni tohoto
mnozstvi vyuzit, protoze jsme z nich nebyli schopni ziskat znalosti. Typicky toto
vystihuje citat Rutherforda D. Rogerse a~Johna Naisbitta “We are drowning
in data, but lacks for knowledge” [6], tedy "topime se v datech ale hladovime
po znalostech". Diky této potiebé nalézt v datech souvislosti nebo vzory zacaly
vznikat metody ziskavani znalosti z databazi, nékdy také nazyvané podle hlavni
faze procesu ziskavani znalosti a to dolovani z dat (Data mining).

Typickym piikladem takovychto metod je asociacni analyza, kterd se snazi v
datech nalézat asocia¢ni pravidla. To jsou pravidla tvaru predchidce—néslednik,
ktera se v datech vyskytuji dostateéné ¢asto. V redlném svété se nachazi uplat-
néni v analyze nadkupniho kosiku, diky ¢emuZz jsme schopni zjistit, jaké zbozi
si zédkaznik kupuje pohromadé a v piipadé internetového obchodu pii umisténi
jedné polozky do nakupniho kosiku nabizet takové polozky, které by jej mohly
zajimat. Kromé asociacni analyzy existuje cela fada tuloh, které ziskavani znalosti
z databézi fesi. Radi se tam predevsim charakterizace, diskriminace, klasifikace,
shlukovani a hledani odlehlych hodnot .

Potfeba uchovavat nejen aktudlni stav objekti v databazi, ale také jejich
historii vedla na ukladani temporalnich dat. Piikladem obori, kde se takova
data uchovavaji, jsou bioinformatika, biomedicina, finan¢nictvi nebo data ziskana
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fadi €asové Fady, ¢imz se rozumi zaznamenavané spojité hodnoty v pravidel-
nych ¢asovych intervalech. Typickym pfikladem ¢asovych fad pochéazi napft. z
finan¢nictvi v podobé zaznamu hodnot akcii ¢i jinych ukazateli. Dal§im typem
temporélnich dat jsou sekvence. Na rozdil od ¢asovych fad se jednd o zdznam
diskrétnich hodnot, ¢asto nazyvanych jako udélosti. Pravidelnost zaznamenavani
nehraje v tomto pripadé zadnou roli.

Metody dolovéani v temporalnich datech jsou tedy podmnozinou metod dolovani
v datech, které se zaméfuji na data s tempordlnim charakterem. Hlavnim speci-
fikem metod je nutonost vhodné si poradit s ¢asovou doménou, kterd je od
ostatnich atributi zna¢né odlisna. Role casové slozky je stézejni. Pokud nés v
asocia¢ni analyze zajimaly polozky, které maji frekventovany spole¢ny vyskyt,
tak v pripadé temporalniho dolovani by nés zajimalo, jak tyto polozky nésle-
dovaly po sobé. V literatute se takovéto znalosti oznacuji jako sekvenc¢ni vzory
a budou blize popséany v sekci 3. Hledani sekvencnich vzoru nalezi do podkate-
gorie algoritmu temporalniho dolovani objevovdni tempordlnich vzori (temporal
pattern discovery). A pravé této oblasti se bliZe vénuje cely tento ¢lanek.

Clének je dale ¢lenén takto. V sekci 2 jsou disktuovany specifika a problémy,
které p¥inasi pouziti ¢asové domény. StéZzejni jsou nasledujici sekce a 3 a 4, které
popisuji konkrétni dva typy zdroji temporalnich dat nad kterymi se daji dolo-
vat nové vzory. Tyto sekce, zejména sekvenéni dolovani, rovnéz popisuji metody,
které slouzi pro dolovani predstavenych vzorua. Nésledujici sekce 5 stru¢né pied-
stavuje dal§i mozny zdroj temporalnich dat a tim jsou datové proudy. Cely ¢lanek
je pak shrnut v zavéru.

2 Problémy casové domény

V tvodu byl nastinén problém casové domény, kterd je od ostatnich atributi
pomérné odlisnd. V této ¢asti budou piedstavena specifika, kterd je potieba
uvazovat, kdyz se zabyvame v databézich ¢asovou slozkou [14].

1. Casovy model - v temporalnich databazich se rozlisuji dva typy Casovych
udaju - valid time a transaction time a muZze byt ukladan bud jeden z nich,
nebo oba dva. V piipadé pouziti obou dvou ¢astu se mluvi o bitempordlnim
modelu.

(a) Valid time (¢as platnosti) - ten reprezentuje platnost objektu v reél-
ném svété. Napt. “Pan Novdk byl prijat do zaméstndani joko udrzbdr
21.8.2004”.

(b) Transaction time (transakéni cas) - oznacuje ¢as, kdy se ulozila dana
informace do databéze. Napf. prfedchozi informace mohla byt vlozena az
1.4.2004.

2. Typy databazi - na zékladé toho, jaké ¢asové udaje se ukladaji, rozlisu-
jeme 4 typy databazi. (1) Snapshot (snimkové) ukladaji pouze aktudlni
stav databéze, (2) Rollback databaze podporuji ukladat u objektu pouze
transakéni Cas, (3) Historické databaze naopak pouze validni ¢as a (4) Tem-
pordlni databéze ukladaji ¢asy oba dva.



3. Granularita - popisuje trvani jednoho ¢asového vzorku, méfeni. V databazich
se vétsinou uklddaji idaje s presnosti na sekundy ¢i milisekundy, ale pro
potieby dolovani z dat je Casto zapotiebi granularita jind nez takovato.
Pro konkrétni aplikacni oblast se vyzaduje rtizna granularita casu. Napf.
pro hledéni sezénnich trendd v ndkupech se budeme pohybovat na trovni
mésict, ale pro hledani denni vytiZenosti obchodii nas budou zajimat hodiny
¢1 minuty.

4. Monoténnost - atomicky ¢as neustale roste. Pokud tedy zaznamenavime
napi. hodnotu akcii, mame zaruceno ze ¢as nové zaznamenané hodnoty bude
vétsi nez u vSech dosud zaznamenanych.

5. Dotazovaci jazyk - na rozdil od dotazovaciho jazyka SQL pro relacni
databaze neexistuje vieobecné pouzivany jazyk nebo rozsiteni SQL pro dota-
zovani nad temporalnimi daty. Takovy jazyk by mél umozhovat napf. dotazy
na ruznych urovnich granularity nebo ziskat informaci o ¢asovém intervalu z
dat, ktera uchovavaji informace pouze pro ¢asové okamziky. Takové operace
nejsou zminény jen tak, ale jsou dulezité ve fazi predzpracovani dat, ktera
predchazi samotnému dolovani. P¥i neexistenci takového obecné rozsifeného
dotazovaciho jazyka je pak na kazdém, co si vybere. VétSinou se vybird
takové feSeni, ze na drovni uzivatelského rozhrani je zvolena vlastni reprezen-
tace dotazu a ta je pak pomoci prostiedni vrstvy (mediator) pievidéna na
bezné znamé SQL dotazy. Casto se voli jako dotazovaci jazyk TSQL2, pro
ktery se opét vytvari prostiednik, ktery pievadi dotazy v TSQL2 na bézné
SQL dotazy.

3 Dolovani v sekvencich

Pro lepsi srozumitelnost je vhodné na tomto misté definovat pojmy, které se k
dolovani v sekvencich pouzivaji [5]. Necht I=13,15,.. .,I,je mnozina viech polozek.
Mnozina poloZek (itemnset) je neprazdna mnoZina poloZek. Sekvence je pak us-
pofadany seznam udalosti oznafovany jako (ejeqes . . . ¢;), kde udalost ejnastala
diive nez udalost ez, udélost epdiive nez ezatd. Udalosti tvoii mnoziny polozek
(itemsets) a rovnéz byvaji nékdy oznafovany jako prvky ¢i elementy. MnoZina
poloZek v ramci jedné udéalosti je chidpana tak, Ze nastala ve stejny ¢as. Neni
mezi nimi ¢asové usporddani. Udélost jako mnozinu polozek se zapisuje jako
(x1x2...74) a pro pfipomenuti kazdé z; je polozka. Pokud je udélost tvorena
pouze jednou polozkou, pak se vynechavéa zapis zavorek. Je vhodné rovnéz pfipome-
nout vlastnost matematického chapani mnoziny v tom smyslu, Ze polozka se
muze v mnoziné polozek vyskytnout nejvysSe jedenkrat. Databaze sekvenci
je mnozina dvojic (SID, s), kde SID je identifikace sekvence a s je sekvence.
Ptiklad databaze sekvenci ukazuje tabulka 1. Pro shrnuti, sekvenci v kontextu
dolovani z temporalnich dat chdpeme jako ¢asové usporddany seznam prvki nebo
udalosti, u nichz muze, ale také nemusi byt zaznamenany cas. Pfikladem zé&pisu
sekvence, tak jak byla vySe popsana, muze byt (acab(dc)b(aebd)a), kde mnozina
polozek I = {a,b,c,d, e}. Typickou interpretaci takovéto sekvence mize byt zaz-
nam nékupu jednoho zédkaznika v konkrétnim obchodé, kde kazdym nakupem



se chape udalost a ta je slozena z polozek zbozi, které zdkaznik b&hem jedné
navstévy nakoupil. Databaze sekvenci by pak byla tvofena sekvencemi vsech
zékazniki, ktefi navstévuji dany obchod s sekvencemi nakupt.

Dalsi pojmy, které souvisi se sekvencemi jsou:

— l—sekvence, tj. sekvence délky [, pficemz délka je dana poctem instanci
polozek v sekvenci,

— sekvence a@ = {(ajas...a,) je podsekvenci sekvence 8 = (biby...by),
pokud existuji celd ¢isla 1 < j; < jo < ... < jn, < m tak, ze plati
a1 € bj,,a1 Cbj,,...,a, C bj,. Pak se znacli o C 3 a  je ozncovano jako

nadsekvenci sekvence a. Napiiklad sekvence (ad) je podsekvenci sekvence
1 z tabulky 1.

[SID] Sekvence ‘
1 |< a(abc)(ac)d(cf) >
2 | < (ad)c(be)(ae) >
3 | < (ef)(ab)(df)cb >
4 < eg(af)cbec >
Tabulka 1. Piiklad databaze sekvenci

Podle typu hledanych vzori 1ze dolovani v sekvencich rozdélit do tii kte-
gorii. (1) Sequence mining - tj. hledani frekventovanych sekvené¢nich vzor,
(2) dolovani temporalnich asocia¢nich pravidel a (3) objevovani frekven-
tovanych epizod. O prvni kategorii se v literatuie piSe také jako o inter-
transaction pattern discovery, vzory se hledaji v databézi slozené z vice sekvenci.
Ostatni dvé kategorie jsou nazyvany jako intra-transaction pattern discovery a
zdrojem pro dolovani byva vétsinou jedina sekvence.

3.1 Sequence mining

Pojem sequence mining oznacCuje hledéni frekventovanych sekvencnich vzori.
K vysvétleni tohoto pojmu je vhodné nejprve vysvétlit pojmy souvisejici. N-
tice (SID, s)v databézi sekvenci obsahuje sekvenci «, pokud « je podsekvenci
sekvence s. Podpora sekvence (support) a v databazi sekvenci S je urcena jako
pocet databazovych n-tic, které obsahuji sekvenci «, formalné zapséno

supports(a) = [{{(SID,s)|(< SID,s >€ S) A (a C s)}|

Frekventované sekvenéni vzory jsou pro danou databazi sekvenci takové sekvence,
jejichZz podpora je vétsi nez minimalni podpora. Tato minimalni podpora
pfitom byva vstupnim parametrem agloritmu a zadavana dle potieb uzivatele.
Pro tyto vzory se také uziva zkraceny pojem frekventované sekvence.

Metody, které se pro dolovani sekven¢nich vzora pouZzivaji lze jesté rozdélit
na dvé kategorie: (1) metody, které doluji wplnou mnoZinu sekvencnich vzori



a (2) metody, které doluji pouze mnozinu uzaviengch sekvencnich wvzor, coZ
je podmnozina vysledku prvni zminéné kategorie. Uzaviené vzory spolecné s
algoritmy pro jejich ziskavani budou popsany na konci této sekce za algoritmy
pro hledéni tplné mnoziny vzora.

Pocatkem vzniku algoritmu pro hledéni sekvenc¢nich vzoru lze oznacit rok
1995, kdy byl tento problém popsin Agrawalem a Srikantem na zékladé stu-
dia sekvenci nadkupu zdkazniki. Od té doby vznikla jiz celd fada algoritmu za-
lozenych na riznych principech. Taxonomii rozdéleni algoritmii dle jejich vlast-
nosti dobfe vystihuje obrazek 3.1. Leva vétev predstavuje skupinu algoritmi
zaloZzenou na vyuZzivani Apriori vlastnosti (apriori-based), prost¥edni skupina je
zaloZena na principu rastu vzortu (pattern-growth) a pravou vétev tvoii algo-
ritmy zaloZené na brzkém ofezavani (early-pruning). Tyto skupiny se déli jests
do dalsich podskupin, coz bude predstaveno v nasledujicich podsekcich. Tato
taxonomie algoritmt pochézi z [12], jenz byl hlavnim materidlem, ze kterého
jsem v této Casti Cerpal. Pokud nebude uvedeno explicitné u algoritmu jinak,
tak byly mySlenky pfevzaty prévé z tohoto ¢lanku.

Sequential Pattern Mining
algorithms

' ! '

Apriori-based Pattern-Growth Early-Pruning
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Obrazek 1. Taxonomie algoritmi pro hledani frekventovanych sekvenénich vzori

Metody zaloZené na vlastnosti apriori Tato skupina algoritmi vyuziva
apriori vlastnosti a pfimo navazuje na algoritmus Apriori, ktery byl poprvé
predstaven R. Agrawalem v [11]. Tento algoritmus slouZi pro dolovani frekvento-
vanych mnozin a asocia¢nich pravidel z transakénich databazi. A priori vlastnost



fika, ze kazda neprazdna podmnoZzina frekventované mnoZziny musi byt
rovnéz frekventovana. Pro pfipomenuti frekventovanid mnoZzina znamené, Ze
jeji podpora je vétsi nez zadana miniméalni podpora. Algoritmus Apriori se sklada
z nékolika prtachodd. V prvnim prichodu jsou ve vstupni databazi transakci
nalezeny vSechny frekventované mnoziny délky 1 (tzv. I-mnoZiny), tedy frekven-
tované polozky. V dalsich krocich se pak vygeneruji nové kandidatni mnoziny z
frekventovanych mnozin z pfedchoziho kroku cyklu. Generovéani probiha na zak-
ladé kartézského soucinu frekventovanych kandidatnich sekvenci z piedchoziho
kroku. Pro tyto kandidatni mnoziny se opét zjistuje, zdali maji frekventovany
vyskyt ve vstupni transak¢ni databazi. Ty mnoziny, které toto nespliuji, jsou
vyfazeny a dale se s nimi nepocita. Diky vySe predstavené apriori vlastnosti
je timto zpusobem zaji§téno, ze bude nalezena tplna mnozina frekventovanych
mnozin. Algoritmus koné¢i ve chvili, kdy jiz nejsou nalezeny dalsi frekventované
mnoziny spliiujici minimalni podporu. Princip algoritmu spociva v generovdni a
testovdini kandidati, a je také vidét ze algoritmus prohledava prostor do sitky.

AprioriAll Pravé algoritmus Apriori od stejnych autort poslouZil jako zaklad
pro prvni algoritmus hledajici sekvenc¢ni vzory a to AprioriAll. VyuZziva stejné
generovani kandidati pomoci kartézského soucinu a dochazi k ofezani takovych
kandidatu, jejichz podsekvence nejsou frekventované. Tato informace je znama z
predchoziho kroku. Podpora kandidatnich sekvenci se pak poc¢itd jako pomér n-
tic v databazi sekvenci, ve kterych je kandidatni sekvence obsazena. Ostatni ¢asti
algoritmu jsou stejné jako pro Apriori. Nevyhodou algritmu je exponencialni
riust generovanych kandidata s pfibyvajicimi cykly algoritmu. Neni tedy piilis
vhodny pro hledani delSich sekvenci. Toto neni problém pouze tohoto algoritmu,
ale obecné vSech algoritmi zalozenych na generovani a testovani kandidatta. Dale
je algoritmus omezen pouze na nalezeni sekvenci, jejichZ prvky maji pouze jednu
polozku.

GSP 0Od stejnych algoritmti pochézi i algoritmus GSP (Generalized sequential
patterns), publikovany v [13]. I tento algoritmus je zaloZeny na generovani a
testovani kandidata. Podminka spojeni dvou sekvenci z piedchoziho kroku pro
vytvofeni nové sekvence je ale odlisna. Tato operace se nazyva GSP-join a dvé
sekvence sja ss s k polozkami mohou vytvofit novou pokud je prvnich (k — 1)
polozek ze sekvence sistejnych jako poslednich (k — 1) poloZek ze sekvence so.
Sekvence abc tedy muze vzniknout spojenim sekvenci ab a bc. Pii ofezavani se
kontroluje, zda CONTIGOUS (k — 1)-podsekvence nového kanditata je frekven-
tovana. Po generovani se v kazdém cyklu opét kontroluje zda jsou kandidati
frekventovani stejné jako v AprioriAll. Algoritmus opét skonéi pokud neni zZadny
kandidat frekventovany nebo ani jeden neprojde ofezévanim pii generovéni. Pro
urychleni se v kazdém prichodu algoritmu ukladaji nové kandidatni sekvence
do struktury hashovaciho stromu, ktery pak umozhuje pfi prichodu vstupni
databézi sekvenci rychlejsi kontrolu pro zjisténi, kteti kandidati jsou v sekvenci
obsazeni.



7 nazvu algoritmu Generalized sequential patterns je patrné, ze se zabyva
zobecnénymi sekvenénimi vzory. Uzivatel mize pomoci vstupnich parametrii
omezit prohledévany prostor sekvenci dle jeho pozadavkii.

— parametr max _gap, neboli maximalni délka intervalu, ktery se pozaduje
mezi dvéma prvky sekvence. Analogicky je definovan i parametr min__gap,
tedy minimalni délka intervalu.

— parametr window _size urcuje velikost okna - délku intervalu, v némz jsou
povazovéany polozky tak, ze nalezi do jednoho elementu, tedy Ze nés nezajima
jejich vzajemné uspoiradani v ¢ase. Timto lze dobfe ménit ¢asovou granular-
itu algoritmu. Ackoliv ve vstupni databézi miZe byt u polozek zaznamenan
¢as s presnosti na sekundy, 1ze se na data podivat s presnosti dnii, tydni atd.

— Sjistou upravou formatu vstupni databéaze lze do dolovani zaclenit taxonomii
a hledat tak vzory na ruznych drovnich hierarchie.

V literatufe se uvadi se, ze by algoritmus GSP mél by 2 — 20x rychlejsi nez
AprioriAll. Nicméné, z povahy algoritmu zaloZeného na generovani a testovani
kandidatu je §patné pouzitelny na sekvence vétsi délky, o Cemz jsem se i sam
presvédéil v prostiedi Microsoft Analysis Services na datech se zhruba 60 000
vstupnimi sekvencemi.

PSP Tento algoritmus je téméf totozny jako GSP. Oproti nému vyuziva pro
ukladani kandidatnich sekvenci strukturu prefizovy strom. V [14] se uvadi, ze
je oproti GSP rychlejsi, ackoliv i on musi provést nékolik pruchodi vstupni
databézi a také generovat a testovat kandidatni sekvence. Stejné jako predchozi
je ale nevhodné jej pouzivat v piipadé nizkého minimélni podpory a je tak
nepouzitelny napi. pro dolovani z webovych logi. Obdobnym typem algoritmu
jako PSP je Apriori-GST, ktery misto prefixového stromu vyuziva zobecnéng
pFiponovy (suffizovy) strom.

SPADE Priedchozi algoritmy dolovaly nad databéazi sekvenci v tzv. horizon-
talni podobé, tj, takové, co byla predstavena v uvodu této sekce. Oproti tomu
SPADE vyuziva vertikdlniho formdtu databdze [10]. Databéaze se pak sklada z
n-tic v podob& (mnozina_polozek : (ID _sekvence,ID wudalosti)). Pro jednu
mnozinu polozek pfitom miZe existovat vice dvojic, které identifikuji konkrétni
vyskyt udalosti v sekvenci. ID _udalosti si lze také chapat jako ¢asové razitko
(timestamp). Naptiklad pro sekvenci 1 a 2 z tabulky 1 by mohla podmnoZina
databéaze vypadat takto: {{a : (1,1)), (abe : (1,2)),{ac : (1,3)),{d : (1,4),{cf :
(1,5)), (ad s (2,1), (e (2,2)), (be : (2,3)), {ae: (2,4)}.

SPADE vyuziva teorie mfiZek (lattice theory) pro generovani kandidatnich
sekvenci prevzatou z inkrementalniho algoritmu ISM. Pravé struktura miizky je
postupné budovana v pribéhu algoritmu a pak vyuZivina pro pocitani podpory
a tvorbu dalsich kandidatnich sekvenci. Algoritmus lze rozdélit do t¥i fazi.

1. Nejprve se vstupni databaze sekvenci transformuje do vertikalniho formétu
a naleznou se frekventované polozky, tj. sekvence délky 1.



2. 7 téchto frekventovanych polozek jsou pomoci operace spojeni vygenerovany
sekvence délky 2.

3. Prochéazi se miizkova struktura, jsou generovani kandidati vétsich délek a
vyfazuji se ti, ktefi nejsou frekventovani. Béhem prichodu a zejména pfi
pocitani podpory se vyuziva vytvareni struktur ID-list.

Id-list je struktura, kterd se vytvaii v pribéhu algoritmu pro kazdou polozku
a kandidatni sekvenci a jedna se o seznam (ID_sekvence,ID wudalosti), ke
kterym nalezi kandidatni sekvence. Nad témito strukturami pak probiha oper-
ace spojeni pro tvorbu novych kandidatnich sekvenci a pii tom rovnéz i pocitani
jejich podpory. Dva kandidati mohou byt spojeni pro vytvofeni nového, pokud
plati t¥i podminky, tj. (1) pokud byli oba frekventovani, (2) pokud maji ste-
jny identifikator sekvence a (3) pokud jejich identifikdtory udalosti zachovavaji
spravné uspofadani (vzestupné).

7 duvodu mozného narustu struktury miizky v paméti predstavili tviarci
ekvivalen¢ni tfidy ve struktufe zalozené na spole¢ném prefixu sekvenci. Kazda
¢ast struktury pak muZe byt nactena a prohledavana v paméti oddélené. Al-
goritmus je povazovan za rychlejsi nez GSP ¢i dokonce v dalsi podéasti pred-
staveny FreeSpan. I pies vyuziti miizkové struktury trpi algoritmus generovanim
a testovanim kandidatu.

SPAM Algoritmus integruje myslenky z nékolika algoritmu, konrkétné z GSP,
SPADE a FreeSpan [3]. Pro prohledavani vstupniho prostoru vyuZziva strukturu
lexikografického stromu, a jako prvni algoritmus tento prostor prohledava do
hloubky (FreeSpan). Z GSP prebira generovani a testovani kandidata. Béhem
prichodu stromu jsou z kazdého jeho uzlu generovany dva typy potomki: (1)
sekvenéné-rozsirené sekvence (S-krok) a (2) mnoZinové-rozsirené sekvence (I-
krok). Stejné jako v piipadé algoritmu SPADE je vyuZit vertikalni format databaze.
Narozdil podoby id-listii ve SPADE je ale zvolena efektivni bitmapova reprezen-
tace. Bitmapova reprezentace umoziuje vyuzit rychlé bitové operace AND nad
bitmapovymi reprezentacemi pro generovani kandidati a také vypocet pod-
pory. Na tomto misté se pro SPADE pouZivala operace spojeni. P¥i vzajemném
porovnani algoritmu byl shledan SPAM 2 5x rychlejsi, ale také 5 — 20 xnaro¢né&;jsi
na spotiebu paméti. Na velkych datovych sadach byl dokonce rychlejsi nez velmi
rychly algoritmus PrefixSpan, ktery bude piedstaven v dalsi podsekci. Na velmi
malych datovych sadach byl PrefixSpan sice rychlejsi, ale z pohledu dolovéni
z dat je too zandebatelnd informace. Z duvodu vylepSeni pamé&tovych naroki
algoritmu byl pozdéji pfedstavena vylepSené verze I-SPAM, v némz se povedlo
maximalni naroky sniZit na polovinu bez ztraty vykonnosti.

Metody zaloZené na ristu vzora Metody zalozené na ristu vzoru fesi
problém pfedchozich algoritmt a tim bylo generovani a testovani kandidatnich
sekvenci, coz vadi hlavné pfi hledani dlouhy sekvenci v rozsahlych databazich.
Myslenka je zalozena na principech ristu FP-stromu, coz je algoritmus pro
hledani asocia¢nich pravidel v transakénich databazich. (1) Nejprve jsou opét



nalezeny frekventované polozky a nasledné je tato informace zkomprimovéana do
struktury FP-stromu (Frequent Pattern, frekventovany vzor). Z tohoto stromu
je nasledné generovdna mnozina projektovanych databazi a nad kazdou pak
probiha dolovani oddélené. K objekvovani frekventovanych vzora jsou vytvaieny
prefixové vzory a ty konkatenovany s pfiponovymi vzory. Tim se zamezuje gen-
erovani kandidat.

Obdobnych principt se vyuZziva i pii dolovani sekvenénich vzort. Casto byva
ze zaCatku vytvorena reprezentace vstupni databéze a zpiisob jak rozdélit prohledé-
vany prostor a generovat co nejméné kandidatu. Casto se napiiklad vyuziva
projektovanych databazi. Podsekvence o’ sekvence o se nazyva projekce z
avzhledem k prefizu 5 tehdy a jen tehdy, kdyz (1) o' méa prefix 8 a (2) ne-
existuje zadné dalsi nadsekvence o’ sekvence o' tak, ze o’ je podsekvence od
aa mé takeé prefix 5. Sekvence 8 = (eje} ... e}, )se nazyva prefixem sekvence
a = (erea...en)(m < n) pokud plati nasledujici t¥i podminky: (1) e} = e; pro
(t <m-—1),(2) e, C en a (3) viechny frekventované polozky v (e, — e},)
abecedné nésleduji za témi v (e,,). Sekvence v = (e} ey, 41 .. en)je nazyvana
suffixem (pfiponou) sekvence a vzhledem k prefixu £, znac¢i se také jako

v=afp.

FreeSpan Prvnim piedstavitelem této skupiny algoritmu je Frequent Pattern-
Projected Sequential Pattern Mining, zkracené FreeSpan. (1) V prvnim pri-
chodu si vytvaii z frekventovanych polozek seznam f-list a z nich sestavi struk-
turu S-Matice pro ulozeni podpory vSech moznych kandidata délky 2. V druhém
prichodu databéze se tato S-Matice naplni daty o podporach kandidata. Ve
tfetim kroku jsou sestaveny pouze frekventované sekvence délky 2, které jsou
navic vhodné anotovany, aby z nich bylo mozné sestavit projektované databéze
a dale prohledavat pouze je, ¢imz se zamezi dal§imu priachodu vstupni databéaze.
Algoritmus testuje mensi pocet sekvenci nez GSP diky profezévani kandidata v
projektovanych databazi. Protoze podsekvence muze rist na kterémkoliv misté
sekvenci, je nutné kotrola vSech moznych kombinaci ristu, coz je nédkladné.

PrefixSpan Tento algoritmus, pfedstaveny v [7], je povaZzovan za jeden z ne-
jznamnéjsich algoritmi pro hledéani frekventovanych sekvenénich vzori a spoleéné
s algoritmem SPADE byva uvadén jako méritko (benchmark) pii testovani vykonu
jinych algoritmii. Pochézi od stejnych autoriu jako FreeSpan a tesi problém
zminény na zavér popisu tohoto algoritmu. PrefixSpan zkoumé misto vSech kom-
binaci moznych podsekvenci pouze prefixové podeskvence a vytvaii projektové
databaze pouze z jejich priponovych podsekvenci. Algoritmus lze popsat po-
moci nasledujicich krokta. Pro nazornéjsi popis budou u kroka uvedeny piiklady
postavené na vstupni databézi sekvenci z tabulky 1 a zvolené miniélni podpoie
minsup=2.

1. Nalezenou se vSechny frekventované sekvence délky 1. V piikladu se jedna o
Sest sekvenci (a), (b, (c), (d), (€), {f).



2. Prohledavany prostor sekvencnich vzori lze rozdélit na zakladé prefixu do
n podmnozin, kde n znaéi pocet nalezenych frekventovanych 1-sekvenci. Z
piikladu v pfedchozim kroku by to bylo Sest skupin (1) sekvenci s prefixem
(a), (2) s prefixem (b) ... a (6) s prefixem (f).

3. Prohledavaji se podmnoziny vstupniho prostoru pomoci sestaveni projekto-
vanych databazi. Nad kazdou z databézi se pak doluje rekurzivné. V pii-
padé skupiny sekvenc¢nich vzort zacinajici prefixem (a) by do projektované
databaze byly zafazeny pouze takové sekvence ze vstupni databaze, které
obsahuji polozku a. Z kazdé sekvence se do projektované DB musi zara-
dit pouze podsekvence predchazeny prvnim vyskytem polozky a. Napf. pro
1. sekvenci {((ef)(ab)(df)cb) by to bylo {(_b)(df)cb). Zapis (_b) znafi, Ze
posledni udalost v prefixu, ktery obsahoval polozku a obsahoval také polozku
b. Pro polozku a by a-projektovand databdze obsahovala ¢tyfi piiponové pod-
sekvence, kromé zminéné jesté ((abe)(ac)d(cf)), {((_d)c(be)(ae)), {(_f)cbe).
Prohledénim této databaze by se zjistily frekventované polozky, sestavily by
se prislusné vzory délky 2 a na zakladé nich jako dalsich prefixii by se ana-
logicky prostor rozdélil na podmnoziny. Takto by se rekurzivné pokracovalo
dale, dokud by bylo mozné generovat dalsi projektované databéze.

Jak je vidét, algoritmus vibec negeneruje zadné kandidatni sekvence, na druhou
stranu miZe generovat hodné projektovanych databézi, které se dale mohou
deélit. To muze byt hlavnim vykonnostnim problémem algoritmu. Kazdopadné je
na tom mnohem lépe nez GSP i FreeSpan.

Existuje nékolik dalsich optimaliza¢nich technik. Jedna z nich je dvouiroviiova
projekce (bilevel projection). Misto projektovanych DB se pouziva S-Matice pred-
stavena ve FreeSpanu. V S-Matici jsou ulozeny kromé podpory také vSechny
1-sekvence. S-matice se pouziva pro urceni, které 3 — sekvence mohou byt gen-
erovany a které ne. Druhou moznosti optimalizace je je pouZiti pseudo-projekce a
to v piipadé, Ze algoritmus méa data pouze v paméti a nepfistupuje na disk. Pak
je kazda projekce reprezentovana ukazatelem do sekvence v databézi a offsetem
v této sekvenci. Na zakladé experimenti bylo v [7] ukdzéano, 7e pii disk-based
zpracovani je lepsi pouzit bilevel projekci, pii dolovani pouze v paméti je naopak
vyhodnéjsi vyuzit pseudo-projekce.

K algoritmu PrefixSpan bylo publikovino pozdé&ji nékolik dalgich technik k
rozsifeni. Jednim z nich je napf. MILE. V ném se vyuziva znalosti o existujicich
vzorech, aby se vyhnulo redundantnim prichodim v databézi. Algoritmus je
tim rychlejsi oproti algoritmu PrefixSpan, ¢im je vétsi pocet nalezenych vzoru.
Uchovani informaci o existujicich vzorech ¢ini naopak algoritmus naro¢néjsi na
pamét.

WAP-Mine Tento algoritmus, publikovany v [8], vznikl ve stejné dobé jako
FreeSpan a PrefixSpan a predstavuje techniku zaloZenou na dolovani ve stro-
mové struktufe, tzv. WAP-stromu. Tento strom je velice podobny diive pied-
stavenému FP-stromu. Algoritmus je optimalizovan pro dolovani z webovych
logi a umoziuje tak na vstupu pouze sekvence s udalostmi s jedinou polozkou.
Ptiklad takové databaze 1ze vidét v tabulce.
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100 (bcbae)
200 (bacbae)
300 (abe)
400 (abebd)
500 (abad)

Tabulka 2. Ukazkova databaze sekvenci z webového logu. Pfevzato a upraveno z [12].

WAP-Mine vyZzaduje dva prichody vstupni databazi. (1) V prvnim prachodu
se op&t najdou frekventované 1-sekvence a (2) ve druhém prichodu je vybu-
dovan WAP-strom pouze z frekventovanijch podsekvenci. To jsou takové sekvence,
které vzniknou z piivodnich sekvenci vstupni databaze pii ofezani polozek ne-
nalezenych v prvnim kroku. Nasledné uz se doluje pouze nad WAP-stromem.
Spoletné s WAP-stormem je uchovavna hlavickovd tabulka (header table), jenz
obsahuje pro vSechny polozky ve stromu pocet jejich vyskyta a odkaz na prvni
uzel ve stromu, ktery tuto polozku obsahuje. V odkazovanych uzlech je pak
ukazatel na dalsi uzel, ukazatele tvoii jednosmérné vazany seznam, coz ukazuje
minény zdklad a pritom se vytvafi docasné WAP-stromy odvozené od tohoto
zdkladu. Takto se postupuje rekurzivné déle se zvétsujicim se podminénym zdkla-
dem aZ jsou nalezeny vSechny sekven¢ni vzory. Pfiklad WAP-stromu pro databézi
sekvenci z tabulky 3.1 i do¢asného WAP-stromu vzniklého z podminéného zak-
ladu e je ukdzan na obrazku 3.1.

Algoritmus WAP-mine je 1épe skilovatelny nezli GSP, vyhybé se generovéni a
testovani kandidatt a tézi z toho, Ze vstupni databazi prohledava pouze dvakrat.
Nicméné obdobné jako u algoritmu PrefixSpan trpi rekurzivnim generovanim
docasnych WAP-stromt a tim i velkou spotfebou pamétového prostoru.

Tento problém byl podnétem pro vznik algoritmu PLWARP, ktery jej vytesil
pomoci toho, Ze u stromovych uzli uklada binarné zakédovanou pozici a uzly
propojuje na zékladé prichodu pre-order. Toto umoziiuje algoritmu dolovani
vzord v puvodnim WAP-stromu a neni nucen vytvaret velké mnozstvi docasnych
WAP-stromd.

FS-Miner Tento algoritmus je podobny WAP-mineru a je zajimavy tim, Ze pod-
poruje inkrementalni dolovani. Pouzivd komprimovanou reprezentaci databéze v
podobé FS-stromu. FS-strom je velice podobny WAP-stromu a PLWAP-stromu
a je povazovan za variantu struktury trie. Oproti nim uchovava informace o pod-
porach pro hrany mezi uzly stromu a také udrzuje i ¢asti sekvenci, které nejsou
frekventované. To je sice z pohledu dolovéani zbytecna redundance, ale slouzi to k
podpofe inkrementalniho uc¢eni. Tyto hrany reprezentuji ve stromu 2-sekvence.
Piiklad FS-stromu nad databazi sekvenci z tabulky 3.1 ilustruje obrazek 3.

Na rozdil od v8ech dosud popsanych algoritmi uchovava dva typy podpory
a mé tedy i dva parametry minimélni podpory. Prvnim (1) je M SuppC*®©?,
minimélni podpora pro sekvenci, ¢ili totoznd s tim, jak byla podpora chapana
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(a) (b)

Obrazek 2. (a) Ukazka WAP-stromu a (b) WAP-stromu vzniklého z podminéného
zakladu e. Pfevzato z [12].

dosud. Druha (2) je M SuppC'"*- minimalni popodpora pro spoje (hrany).
Hrana h s podporou Supp'™™*(h) se povazuje za frekventovanou hranu, pokud
Supp'™*(h) > MSuppC®®? a potencidlné frekventovanou hranu, pokud plati
podminka M SuppCl"™F < Supp'™* (h) < M SuppC?*¢?. Jestlize je podpora hrany
mensi nez obé minimalni podpory, pak se jedna o nefrekventovanou hranu. Pravé
uchovavéni potencidlné frekventovanych hran slouzi v algoritmu pro moznost
inkrementalniho dolovani.

Priabéh algoritmu je podobny jako WAP-mine, ackoliv FS-miner vyuziva
reprezentace v podobé hran. V tuto chvili uz se pfedpoklada vytvoreny FS-strom.
Z uloZenych frekventovanych hran (1) se nejprve odvodi cesty, které slouzi pro
(2) tvorbu podminénych sekven¢nich bézi a ty zase pro tvorbu (3) podminéného
FS-stromu. Z téchto pomocnych stromi se pak extrahuji vysledné frekventované
sekvence.

Vyhodou algoritmu je zminénd podpora inkrementélntho dolovani a také
schopnost dobfe si poradit s rozsédhlymi daty s raznymi (distinct) polozkami.
Porovnévéni s algoritmy WAP-mine nebo PLWAP bohuzel nebylo provedeno,
autofi se pouze zmihuji o porovnani s variantou Apriori pro sekven¢ni vzory a
o ocekavanych lepsich vysledcich jimi vytvoreného algoritmu. Nevyhodou FS-
mineru je zejména mnozstvi informaci, které se uchovava ve stromu.

Metody zaloZené na brzkém ofezani Zatim posledni novou skupinou al-
goritmii pro hledani sekvenénich vzora jsou metody zalozené na brzkém ofezdni
kandiddtnich sekvenci. Jesté vice nez ostatni metody se snazi co nejdiive v pro-
cesu dolovani ofezat prohledavany prostor a snizit délku vypoc¢tu podpory. Al-
goritmy stavi na myslence indukce pozice, kterd ma nasledujici znéni: Pokud je
posledni pozice polozky mensi nez aktudlni pozice prefizu, poloZka se uZ nemize
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Obrazek 3. FS-strom pro vstupni datbaze, pievzato z [12].

objevit za aktudlnim prefizem ve vstupni databizové sekvenci [17]. Pro uchovani
poslednich pozic algoritmy vésinou vyuzivaji tabulky. Dalsi faze algoritmu byvaji
obdobné jako u rustu vzori.

LAPIN Ziejmé nezjnaméjsim predstavitelem je algoritmus LAPIN z [18]. Pro
uchovani poslednich pozic polozek vyuZiva seznam poslednich pozic poloZek (item-
last-position). Ten je vytvofen uz p¥i prvnim prichodu databédze pii hledani
frekventovanych 1-sekvenci.

Pro frekventované 1-sekvence se na zakladé seznamu zjisti hranice prefizu.
kterého lze uvaZzovat dalsi frekventovanou polozku. Nasledné se na zakladé této
informace hledaji dalsi vyskyty polozek v sekvencich a inkrementuji se jejich
podpory. Z nich vzniknou frekventované sekvence délky 2, které slouzi jako novy
podminény prefiz, aktualizuje se seznam poslednich pozic polozek a pokracuje se
déle dokud nejsou nalezeny vSechny frekventované sekvence.

Uvadi se, ze diky brzkému ofezani prohledévaci prostor snizen oproti algo-
ritmu PrefixSpan téméf na polovinu. LAPIN byl rychlejsi nez PrefixSpan pfi
minimalni podpofe vétsi nez 1% a pro vétsi datové sady.

Obdobnym algoritmem jako LAPIN je LAPIN-SPAM a vznikla jako opti-
maliza¢ni technika pro algoritmus SPAM. Namisto naro¢ného pocitani bitovych
AND operaci si algoritmus vytvori v prvnim prichodu databaze pomocnou tab-
ulku Item_is_exist table, ktera plni obdobnou funkci jako v seznam poslednich
pozic polozek v predeslém algoritmu LAPIN. Oproti algoritmu LAPIN se 1isi v
tom, Ze vyuZiva bitmapovou reprezentaci vstupni databéze stejné jako SPAM.



Zrychleni algoritmu oproti metodé SPAM je vykoupeno zvySenymi pamétovymi
naroky.

Dalsim zajimavym kandidatem z této kategorie je algoritmus HVSM, ktery
oproti LAPIN zdurazhuje dilezitost pouZiti bitmapové reprezentace vstupni
databéze sekvenci a generuje nové kandidaty tak, ze povazuje své sourozenecké
uzly za své synovské uzly. Timto se ozezané mnoziny sekvenci neobjevi v dalsich
vrstvach. Na rozdil od v8ech piedeslych algoritmi navic délku sekvence pocita
jako pocet prvka (udalosti, elementi) a nikoliv jako pocet vyskyta polozek.
Algoritmu Disc-All zase vedle bé&zné pouzivaného lexikografického usporadani
poloZek a mnoZin polozek vyuziva i usporadani temporalniho. Dalsi jeho vlast-
nosti je pouziti modifikace projektovanych databazi pro rozdéleni vstupniho
prostoru, ktera zavisti na poradi umisténi frekventovanych 1-sekvenci.

Hybridni algoritmy Nékteré algoritmy vyuzivaji vlastnosti, které nenalezi
pravé do jedné ze zmin&nych t¥i kategorii, ale spiSe je kombinuji. V [12] se pak
fadi mezi hybridni algoritmy, ackoliv v jinych publikacich jsou zarazeny do nék-
teré z predeslych kategorii. Pfikladem je algoritmus SPADE, popsany v tomto
¢lanku v kategorii generovani a testovani kandidati. Dalsim predstavitelem je
PLWAP, predstaveny jako vylepSena varianta algoritmu WAP-mine. Tento al-
goritmus by §lo zafadit na pomezi ristu vzori a brzkého ofezdni.

Uzaviené sekvenéni vzory Dolovani sekvenc¢nich vzort mize zpusobit ve

vysledku velké mnozstvi vyslednych vzori. To muze byt pro uZzivatele velmi

nepiehledné. Jednou z moznosti je vyuzit bezztratové komprese v podobé dolovani
pouze podmnoziny tplné sady vzori a to tzv. uzavicengjch sekvencénich vzori. Dle

definice 7 [5], sekven¢ni vzor s se nazyva uzavieny, pokud neexistuje zadné prava

nadsekvence s’ 1 s tak, ze sup(s) = sup(s’). Jinak Feceno, k dané sekvenci neex-

istuje supersevence se stejnou podporou. Tato kompresni metoda je bezztratova,

to znamena, ze v piipadé potieby lze z mnoziny nalezenych uzavienych vzoru

vygenerovat iplnou mnozinu vech sekvenénich vzort.

Naivnim zpusobem, jak vydolovat pouze uzaviené sekvenéni vzory, je pouzit
néktery z existujicich algoritmu pro hledéni aplné mnoziny vzoru a naslednym
priuchodem zjistit a vyfadit takové, které nejsou uzaviené [1]. Takovy piistup
ale na prvni pohled neni vhodny, naptiklad i proto, ze testovani, zda je vzor
uzavieny neni trividlni. Proto vznikly nové algoritmy, z nichz dva nejznaméjsi
CloSpan a BIDE budou predstaveny blize. Dalsimi piedstviteli jsou algoritmy
MAFIA, DepthProject, CLOSET a CHARM, stru¢né popsané v [14].

CloSpan Algoritmus CloSpan, publikovany v [16], je odvozen od algoritmu Pre-
fixSpan a je zaloZen na vlastnosti ekvivalence projektovanych databazi: Dvé pro-
jektované databzdize S|, = S|g,a C B (tj. « je podsekvenci j3), jsou ekvivalentni
tehdy a jen tehdy, kdyz celkovy pocet polozek v S|, je totoing s celkovym poctem
poloZek v S|z. Na zaklade této vlastnosti dokdze algoritmus v pribéhu vyradit



neuzaviené sekvence. Pokazdé, kdyz najde dvé totozné projektované databaze
zaloZzené na prefixu, lze zakizat, aby se v jedné z nich pokracovalo déale. Bud
se nepokracuje v aktudlné nalezené nebo je ofezdna nékterd z diive nalezenych
vétvi. Tyto dva zplisoby ofezani jsou ilustrovany na obrazku 4. Na konci algo-
ritmu je jeSté vyzadovan krok pro smazani neuzavienych sekvenci, které mohly
vzniknout v odvozenych vétvich. Experimenty ukéazaly, Ze CloSpan je schopen
vydolovat mnohem men§i mnozinu vysledkii nezli PrefixSpan a to v kratsim case.

(a) backward subpattern (b) backward superpattern

Obrazek 4. Dva zplsoby ofezavani v algoritmu CloSpan, pfevzato z [5].

BIDE Algoritmus BIDE [9] je zkratkou pro BI-Directional Extension, tj. obous-
tranné rozsifeni a ve své zakladni verzi hleda pouze sekvenéni vzory s prvky, které
jsou tvofené jedinou polozkou. Na zakladé oboustaného rozsifeni kontroluje v
prubéhu, zda jsou vzory uzaviené. Pokud neni vzor p = ejes . .. e, uzavieny, tak
musi platit nejméné jedna z nésledujicich podminek.

1. Existuje sekvenéni vzor s’ = ejes...e e’ tak, 7e sup(s) = sup(s’), tedy v
kazdé sekvenci kterd obsahuje sekvenci s se nékde za nim vyskytuje i udalost
e’. Sekvence s'se nazyva dopfedné rozsifend sekvence (forward-extension se-
quence) a e’se nazyva uddlost dopiedného rozsiFeni (forward-extension event).

2. Existuje sekvenc¢ni vzor s1 = ejea...e€'ej11 ... e, nebovzor s = €'ejey ... ey
tak, Ze sup(s) = sup(s1). S1 se nazyva zpétné rozsirend sekvence (backward-
extension sequence) a €' uddlost zpétného rozsirent (backward-extension event).

7Z toho plyne, Ze vzor je uzavieny pokud neobsahuje jak backward-extension, tak
ani forward-eztension udalosti. Klicovy je tedy zpusob, jak hledat tyto udalosti.
(1) Pii kontrole forward-extension udalosti se pro vzor udéla p-projektovana
databéze, tj. databaze sekvenci, které obsahuji spole¢ny prefix p. Pokud se ve
vSech sekvencich v p-projektované databazi nachazi udalost e’, tak vzor p neni
uzavieny. (2) Pti hledani backward-eztension udalosti je potieba pocitat s tim, ze
se udalost muze vyskytovat v sekvenci vicekrat. Pro to, abychom zjistitli jestli se
mezi udélostmi e; a e;41 nachdzi backward-extension udalost, je potieba prohle-
dat prostor mezi prvnim vyskytem podsekvence e; ...e; a poslednim vyskytem



podsekvence e;yie,. Pokud se v tomto prostoru nachzézi udalost ¢ v kazdé
sekvenci obsahujici vzor p, pak neni uzavieny.

Staci tedy zjistit pfi generovani vzoru p zaloZeném na hloubce p, zda je
uzavieny. Zde se vyuziva projektovanych databazi dostupnych v algoritmu Pre-

fixSpan a jejich rozsifeni tak, aby databéze obsahovaly celé sekvence, nikoliv
pouze piipony sekvenci po pifedponé p.

Backward-extension udalosti jsou vyuzity i pro ofezani prpohledavaného pod-
prostoru ve chvili, kdy neni nalezen zadny uzavieny vzor. V piipadé, Ze vzor
p=ej...e, neni uzavieny a existuje g = ey ...e€'e;11 ... en, lze prostor ofezat
o kandidaty, ktefi jsou tvotreny prefixem p a podsekvencemi obsahujicimi sekvenci
q ve svych projektovanych databazich. Tato optimalizace se nazyva BackScan.

Algoritmus pak probiha v nasledujicich krocich. Nejprve jsou nalezeny frekven-
tované 1-sekvence a je vytvoiena pseudo projekéni databaze obdobné jako v Pre-
fixSpanu. Pak je prochazena kazda polozka, tedy prefix, a testuje se zda jej lze
ofezat pomoci optimalizace BackScan. Pokud to neni mozné, vola se rekurzivné
procedura nad danou projektovanou databézi. Tato procedura zjistuje, zda nej-
sou pritomny forward a backward extension udélosti, zjistuje lokalné frekvento-
vané polozky v projektované databézi a vola se rekurzivné nad nové vzniklymi
proje¢nimi databazemi z lokalné frekventovanych polozek.

Vykonnost algoritmu byla porovnana s algoritmem CloSpan a na testovanych
datovych sadach byl BIDE ve vétsiné piipadi rychlejsi, v nékterych dokonce
az o fad. Co se tyce pamétové narocnosti, tak pot¥eboval k vypoctu ve vsech
piipadech nejméné o jeden fad méné paméti. Mnohem mensi pametova narocnost
tkvi v tom, ze na rozdil od CloSpan si BIDE nemusi uchovévat historii nalezenych
uzavienych vzoru k ovéfeni, zda nové nalezeny vzor je uzavieny nebo zda muze
zneplatnit uzavienost dosud nékterych dosud nalezenych uzavienych vzori. Co
se ty¢e porovnéni s algoritmy hledajici iplnou mnozinu sekvenénich vzoru, tak uz
CloSpan byl mnohem rychlejsi nez PrefixSpan, BIDE tento rozdil jesté zvysuje.

Dalsi typy algoritmi pro sekvenéni vzory Kromé vyse uvedenych typu ex-
istuji jesté dalsi typy algoritmia pro hledani sekvenénich vzori. Inkrementalni
dolovaci algoritmy vyuzivaji k dolovani jistou ¢ast modelu, kterou si vybudovaly
v predchozich spusténich. Tento typ algoritmu je vhodné pouzit, pokud chceme,
aby algoritmus nemusel probéhnout napoprvé cely nebo nadm piibyvaji v databazi
data a nechceme, aby vypocet bylo nutné provadét cely od znova. Piikladem
téchto algoirmtu je ISM a také vySe piedstaveny FS-Miner. Metody dolovani
zaloZené na omezenich na zikladé uzivatelsky definovanych omezenich dokéazi
jesté vice ofezat prohledavany prostor sekvnecénich vzort. Navic jsou schopné
nalézat jen takové vzory, které uzivatele zajimaji. Pfikladem takovych omezeni
miize byt maximalni doba trvani sekvence, minimalni délka sekvence, minimalni
doba mezi dvéma po sobé nasledujicimi udalostmi a dalsi. Takovato omezeni je
mozné zaclenit do implemntace nékolika algoritmu, nékolik z téchto omezeni je
napft. podporovano v algoritmu GSP.



Zhodnoceni hledani frekventovanych sekvenénich vzora Co se tyce oblibenosti,
tak mezi nejpouzivanéjsi algoritmy lze z pfedstavenych zaradit GSP, SPADE,
PrefixSpan a zastupce ze skupiny algoritmu pro hledani uzavienych vzora BIDE.
V [12] bylo rovnéz prezentovano srovnani vykonnosti nékolika vybranych al-
goritmi nad dvémi datovymi sadami - jedna stFedné velkd s poctem 200 000
sekvenci a druhé velkd s poc¢tem 800 000 sekvenci. Dale byly testovany algo-
ritmy pro dvé rizné hodnoty minimalni podpory, 0.1% a 1%. Vysledky z téchto
experimentt ukazuje tabulka 3. Lze na ni vidét, ze pro stfedné velké datové sady
se stfedni hodnotou nizké podpory si nejlépe vedly PrefixSpan a LAPIN, pfi¢emz
pro nizkou podporu LAPIN ani nedobé&hl. Lze si také v§imnout, Ze prumérné ne-
jlepsi vysledky déval hybridni algoritmus PLWAP. Algoritmy zalozené na Apriori
vlastnosti dopadly v testu nejhufe a ¢asto ani nedobé&hly do konce.

Algoritmus Velikost datoveé Minimalni Cas b&hu Spotfebovana
sady podpora algoritmu [s] | pamét [MB]
Stredni Nizka (0.1%) ~3600 800
GSP (ID| = 200000) | Stfedni (1%) 2126 687
(Apriori-based) |Velka Nizka (0.1%) - -
(ID| = 800000) | Stredni (1%) - -
Stiedni Nizka (0.1%) - -
SPAM (ID] = 200000) | Stredni (1%) 136 574
(Apriori-based) |Velka Nizka (0.1%) - -
(ID| = 800000) | Stredni (1%) 674 1052
Stfedni Nizka (0.1%) 31 13
PrefixSpan (riist |(| D] = 200000) | Stfednf (1%) 5 10
vzoru) Velka Nizka (0.1%) 1058 595
(ID| = 800000) | Stfedni (1%) 798 320
Stiedni Nizka (0.1%) - -
WAP-mine (rist |(|D| = 200000) | Stredni (1%) 27 0.556
vzoru) Velka Nizka (0.1%) - -
(ID| = 800000) Stiedni (1%) 50 5
Stiedni Nizka (0.1%) >3600 -
LAPIN Suffix |(|D| = 200000) | Stfedni (1%) 7 8
(Brzké ofezani) |Velka Nizka (0.1%) - -
(ID| = 800000) | Stredni (1%) 201 300
Stredni Nizka (0.1%) 23 5
PLWAP (ID| = 200000) | Stredni (1%) 10 0.556
(Hybridni) Velka Nizka (0.1%) 32 9
(ID| = 800000) [ Stredni (1%) 21 2

Tabulka 3. Srovnavaci analyza vykonnosti vybranych algoritmi pro dolovani
sekvenc¢nich vzori. Znak “-” znadi, ze algoritmus se zadanymi parametry skoncil s chy-
bou. Data ziskana z [12].



3.2 Hledani frekventovanych epizod

Ptedchozi problém piedpokladal na vstupu databézi mnoha sekvenci. Oproti
tomu pii hledani frekventovanych epizod se na vstupu objevuje jedina sekvence
udélosti. Sekvence n udalosti je slozena z paru udalosti a korespondujicimi
Casovymi razitky, tj.(e1, t1), (e2,t2), . .., (én, tn). Epizoda je definovana jako sekvence
udalosti vyskytujicich se ve specifickém pofadi v ramci specifického ¢asového
okna. Epizoda ndaleZi do sekvence, pokud se udéalosti v epizodé vyskytuji ve
stejném potadi jako v sekvenci. Epizoda muZze byt bud sériovd, kde zalezi na
poradi udéalosti, nebo paralelni, kde na poradi nezalezi. Piikladem sériové epi-
zody je napf. (A — B — (), prikladem paralelni (ABC). Tfetim pfipadem
typu epizody je kompozitni, ktera je tvorena sériovou kombinaci paralelnich epi-
zod [14].

Pii hledani frekventovanych epizod uZivatel zadava $iiku casového okna,
¢imZz urcuje, jak moc mohou byt od sebe v Case vzdéleny prvni a posledni
udélost epizody. Druhym parametrem je opét minimdlni podpora pro rozliSeni
frekventovanych epizod. Pii hledani frekventovanych epizod se rovnéz uplatiuje
Apriori vlastnost. VyuZziva toho napf. algoritmus WINEPI [2], ktery nejprve
nalezne frekventované epizody s jednou udéalosti, z nich se hledaji frekvento-
vané epizody s dvéma udélostmi atd. Tento algoritmus ma nevyhodu v tom,
ze pii pocitani podpory epizod muze nékteré pocitat zbytecné vicekrat. Tento
problém fesi algoritmus MINEPI [2] od stejnych autoru zavedenim minimdl-
niho vyskytu (minimal occurence). Minimalni vyskyt epizody aje definovany
jako interval, jehoz zadné podokno neobsahuje epizodu a. Napft. pro sekvenci
S = (4,1),(4,2),(B,3),(B,4) ma podporu minimélntho vyskytu 2 (intervaly
[1,1] a [2,2]). U pfedchoziho algoritmu by byla vypocitana podpora sup = 4. Na
zékladé téchto algoritmu vzniklo i nékolik dal§ich vylepSeni, napf. MINEPI+,
tém se ale uz ¢lanek nevénuje.

3.3 Dolovani temporalnich asocia¢nich pravidel

Temporalni asociatni pravidlo lze definovat jako dvojice (R, T), kde R je asoci-
ani pravidlo a T temporalni rys, napf. perioda nebo kalendar [14]. Existuji
tfi miry pro hodnoceni béznych asocia¢nich pravidel a ty lze uplatnit i pfi
hledani v temporalnich datech: (1) podpora - pravdépodobnost, Ze bude pravidlo
nalezeno v databéazi, (2) spolehlivost - podminéna pravdépodobnost vyskytu jed-
noho prvku ze znalosti vyskytu druhého a (3) informativnost - mira, ktera nam
udéava uzitecnost pravidla a ¢asto se pouziva tzv. J-hodnota.

Existuje nékolik metod dolovani temporalnich asociac¢nich pravidel. Byly
predstaveny algoritmy zalozené na pouziti vlastnosti Apriori, dile na pouziti
genetického programovdni a specializovaného hardware anebo na hledani fuzzy
tempordlnich asociac¢nich pravidel. Vice se lze dozvédét v [14].

4 Dolovani v ¢asovych radach

Pro pfipomenuti, ¢asové fada je tvorena seznamem spojitych hodnot, které jsou
zaznamenavany v pravidelnych ¢asovych intervalech. Typickym typem dolovaci



Glohy nad casovymi radami je hledéni periodickych vzoru, které budou pred-
staveny blize. Ostatnim zastupcim bude vénovina pozornost mensi. Radi se k
nim hleddni motivi (motif discovery) a hledini anomdlii (anomaly discovery).

4.1 Periodické vzory

Periodické vzory jsou vzory, které se pravidelné vyskytuji v ur¢itych ¢asovych in-
tervalech v temporalnich datech, nejcastéji v ¢asovych fadach. Jednou z moznosti,
jak lze kategorizovat periodické vzory, je rozdéleni na piné periodické (full peri-
odic) a cdstecné periodické (partially periodic) [5].

— Plné periodické vzory - chape se, Ze kazdy bod, kazda zaznamenan hod-
nota, v Case prispiva (af uz presné nebo piibliznd) do cyklického chovéani
casové tady. Napiiklad vSechny dny v roce pfiblizné pfispivaji do ro¢niho
obdobi.

— Caste&né periodické vzory - zde uz neni nutno, aby kazdy bod v ase
prispival do cyklického chovani v ¢ase. Piikladem vzoru je pravidelné ranni
dojizdéni do préce jistého zaméstnance v Case od 7:00-7:45, nicméné jeho
dalgi chovani v zaméstnani uz se kazdy den muze li§it podle aktudlnich
povinnosti. Takovéto vzory najdeme v redlném svété mnohem cCastéji nez
pIné periodické vzory, nicméné je také slozitéjsi je nalézt.

Dalsi moznosti rozdéleni je na synchronni a asynchronni. Prvni vyzaduji, aby
udélosti nastavaly v pomérné pevnych pravidelnych intervalech (napf. 15:00
kazdy den), zatimco u asynchronnich muze kolisat v definované periodé.

Pro definici problému hledéani periodickych vzoru je potifeba nejprve defino-
vat nékolik pojmu [15]: Casovou fadou se nazyva sekvence S = D1Ds...D, s
délkou n, znaci se |S| = n. Jeji prvky D; jsou tvofeny mnoZinou rysi vysky-
tujicich se v ¢asovém okamziku i. Ackoliv se ¢asové Fady vétSinou chapou jako
sekvence spojitych hodnot, zde jsou definovany timto obecnéjsim zpusobem. To
umozihuje aplikovat metody i na jiny typ vstupnich dat. Periodickijm vzorem se
nazyva sekvence mnoziny rysi, tj. s = 15 ... Sp, kde kazdy s; je bud mnozina
rysi nebo znak *. Tento znak reprezentuje libovolnou udalost. Periodou vzoru
se s oznaluje |s|. Frekvence vyskytu vzoru s v Gasové fadé S se definuje jako
freq_count(s) = [{i|0 < i < m, s je validni v Djg41... Dijs|4sjs| ], m je
definovano jako celo¢iselna hodnota tak, ze plati m|s| < n < (m 4+ 1)|s|, n je
velikost ¢asové fady. Dale se definuje spolehlivost (confidence) jako conf(s) =
freq_count(s)/m.Pokud je spolehlivost vétsi nez zadand minimdlni spolehlivost,
hovoii se o frekventovaném periodickém vzoru.

Problém hledani periodickych vzori je pak zadan nésledovné. Na vstupu
mame zadanou Gasovou fadu S, periodu (pfipadné mnoZinu period) a minimdlni
spolehlivost. Ukolem dolovéni je nalézt viechny frekventované periodické vzory v
casové fadé S. Nasledné bude piedstaveno nékolik metod pro hledéni periodick-
ych vzori.



Uplné periodické vzory Techniky pouzavané v této kategorii se tykaji zpra-
covani numerickych hodnot a ¢erpaji ze zpracovani signélu a statistiky. Nejcasté&ji
se pouZzivaji metody jako FF'T ( fast fourier transformation, rychld Fourierova
transformace) pro prevod dat z Casové domény do frekvencni domény a tam pak
probiha analyza. Ta muZze byt zaloZzena napiiklad na konvoluci. Jiné algoritmy z
této oblasti jsou zalozeny na vyuZiti autokorelace, napt. metoda AUTOPERIOD

[5]-

Caste&né periodické vzory U ¢astecné periodickych vzort se michaji dohro-
mady jak periodické, tak neperiodické udélosti a nelze tak pouzit metody trans-
formace do frekvenéni domény. Ty totiz povazuji ¢asové fady jako nerozdélitelny
tok hodnot.

Prvni algortimus pro dolovini ¢astecné periodickych vzoru je zaloZen na
vlastnosti Apriori. Na vstupu pfedpoklada znamou periodu p. V prvnim kroku
spo¢te mnozinu frekventovanych I-vzord (vzor délky 1) periody p. To se provede
akumulaci frekvence vyskytu pro kazdy I-vzor v kazdé celém segmentu periody
a poté se mezi nimi vyberou takové, jejichz frekvence vyskytu neni mensi nez
mancon f x m. Ve druhém kroku jsou nalezeny vSechny frekventované i-vzory pe-
riody p a algoritmus je ukonéen, pokud je kandidatni mnozina frekventovanych
i-vzord prazdna. Ackoliv takovy pfistup je vhodny pro dolovani asocia¢nich
pravidel, zde se pocet frekventovanych i-vzoru pfili§ nezmensuje a ofezavani na
zékladé Apriori vlastnosti neni tak efektivni.

Tento problém Apriori pfistupu byl vyfesen v dalsim algoritmu z [4] pomoci
tzv. max-subpattern hit set vlastnosti, kterd umoziuje provést dolovani shora-
dola. Z frekventovanych 1-vzoru se zjisti kandidatni max-vzor C,,.. Jedna se o
maximalni vzor, ktery muze byt vygenerovan z mnoziny frekventovanych 1-vzoria
Fy. Pro Fy = {a * xx,b* xx,% % xc} by bylo Cpar = {ab} * xc. Potom pro kazdy
segment periody D; ze vstupni ¢asové fady S se zjisti maximalni podvzor vzoru
Cinaz, ktery se nazyva hit. Mnozina hitiu ze viech segmentt D; tvoii mnoZinu hiti
(hit set). DileZitou vlastnosti této mnoZiny je, Ze na zakladé frekvenci vyskytu
vzorid v této mnoziné lze odvodit v8echny frekventované ¢astecné vzory. Z téchto
podvzoru je sestaven strom, ve kterém jsou ulozeny i po¢ty hitid. Diky tomuto
stromu je schopen ziskat vSechny frekventované vzory v celkem dvou prachodech
celé Casové tady.

Jeden z dalsich algoritmu se zabyva redundanci ¢astecné periodickych vzort.
Autofi stavi na tom, Ze mnoho vzoru je redundantnich, jako napf. “Potfebu-
jeme zasobu piti kazdé 3 dny” a “Potiebujem zasoby piti kazdych 9 dni”. Cilem
pristupu je vyhnout se generovani téchto redundatnich vzora. Toho je dosazeno
transformaci puvodni ¢asové fady do bitové reprezentace a uloZzenim bitového
vektoru do hlavni paméti.

Oblast metod pro hledani periodickych vzori je mnohem vétsi, nez predpok-
lada tento ¢lanek. Kromé vyse uvedenych pristupt zahrnuje metody pro hledani
asynchronnich periodickych vzoriu, hledani vzora s nezndmou periodou nebo
dolovani vzoru s poZadavky na ¢asové mezery. Dolovani periodickych vzora muze



nékdy smérovat k dolovani cyklickijch a periodickyjch asociacnich pravidel. Takové
pravidla pak davaji do souvislosti udalosti, které se objevuji periodicky. Ptikla-
dem miize byt: “Na zdkladé dennich transakci se zjisti, Ze pokud skonci prednadska
ve 11:40 - 12:00 bude ve 12:15 - 12:40 potieba vydat 300 obédi.”

4.2 Objevovani motivi

Potieba objevovat motivy v temporélnich datech pochéazi z poslednich pokroki
v oblasti bioinformatiky, kde se to tyka hledani v DNA sekvencich. Motiv je defi-
novan jako frekventovany vzor v ¢asové fadé nebo také jako piiblizné opakovani
se podsekvenci v asové fadé. Slovo “pFiblizné” napovidé, ze nemusi jit vZdy o ste-
jné podsekvence, ale sta¢i podobné, majici nap¥. obdobny trend fady. Algoritmy
¢asto vyuzivaji prevedeni ¢asové fady do diskretizované podoby a extrakce pod-
sekvenci pomoci posuvného ¢asového okna. Pak mohou vyuzivat tzv. ndhodnou
projekci nebo modelovani motiva pomoci skrytgch markovskych Fetézci (HMM).
To se vyuZiva hlavné u vicerozmérnych Gasovych fad [14].

4.3 Objevovani anomalii

Hledani anomélii je zcela jiny pohled na dolovani z dat. Zatimco ve vétSiné
pripadu se hledaji vzory, které jsou frekventované, v této oblasti jsou pro nas
zajimavé vzory, které se v datech vyskytuji velice ziidka. VétSinou se nazyvaji
anomdlie nebo také odlehlé hodnoty (outliers). V Casovych fadéach to jsou hod-
noty lisici se od béznych vzori. Typickym piistupem hledani anomaélii je vytvofit
model normdlniho chovdni bud za pomoci vhodné trénovaci datové mnoziny
nebo za pomoci expertnich znalosti. Pak se hledaji hodnoty, které se 1isi vyrazné
od tohoto normalniho chovani [14].

V ¢lancich se pak autoii zabyvaji moznosti urcit pravdépodobnost, Ze se
podeziela podsekvence vyskytne zcela nadhodné. K tomu uzivaji termin pravdépodob-
nost falesného poplachu (false alarm). Jini autofi zkoumaji hledani tzv. time
discords, tj. Casové neshody. Tim oznacuji podsekvencez dlouhych ¢asovych fad,
které se maximélné li§i od ostatnich podsekvencich v ¢asové fadé. Ty jsou pak
dobfe pouzitelné pro hledani anomalii a jsou také pomérné oblibené v této
oblasti. Dalsim pouzivanym konceptem je vizualiza¢ni ramec VizTree pro pieve-
deni na suffixovy strom, nad nimZ pak probih& interaktivni hledani za pomoci
uzivatele. Tento pfistup byl napf¥. pouzit ve spole¢nosti Aerospace Corporation
pro pomoc inZenyra pii rozhodovani zda vypustit ¢ nevypustit vesmirny satelit
(space vehicle). Rozhodnuti bylo zaloZeno na datech z telemetrie sbiranych pred
vypusténim. Své uplatnéni v hledani anomélii v ¢asovych fadach nachéazi i tech-
nika pouzivané v dolovani z rela¢nich dat, metoda podpirngch vektori (Support
Vector Machines, SVM) [14].

5 Datové proudy

Dalsim moznym zdrojem pro temporalni data jsou datové proudy. Ty se od
predchozich dvou pomérné hodné ve zpisobu, jak je potfeba je zpracovévat,



nicméné samotnd data, kterd z datovych proudu ziskdme mohou mit podobu
bud sekvenci nebo ¢asovych fad. Ve skutecnosti pravé napiiklad casové fady
maji ¢asto podobu datovych proudi, napiiklad pifi monitorovani pocita¢ového
provozu na siti nebo ve financ¢nictvi.

Datové proudy chapeme jako data, kterd pfichéazeji velice rychle, jsou
Casové uspoiadand, rychle se ménici, obrovska a potencialné nekone¢na [5]. Mnozstvi
dat, které rychlé prichéazi je zpravidla tak obrovské, Ze neni mozné jej celé na
nékteré ulozisté. Algoritmy, které nad datovymi proudy operuji, se musi tedy
vyrovnat s tim, Ze neni mozné udélat vice pruchodu databazi. Veskeré vypocty
musi byt jednoprichodové. Piistupy dolovani v proudech dat se rovnéz nékdy up-
latiuji i v datech, kterd mame ulozena v obrovskych ulozistich (napf. v ¥adu tera
nebo petabyti). I v téchto pfipadech je vhodné&jsi pouzit jednoprichodové algo-
ritmy, protoze vicero prichoda by mohlo byt ¢asové velice ndro¢né. Dalsim speci-
fikem datovych proudu byva nizkd uroven abstrakce, protoZe ¢asto prichazeji
pfimo z méficich senzori. Analytici jsou naopak zvykli spiSe zpracovavat pojmy
na vyssi trovni abstrakce.

V oblasti hledani vzorta v datovych proudech je zndmo piedevSsim mnozstvi
algoritmu pro hledani frekventovanych vzora. Tyto vzory v8ak v sobé neobsahuji
¢asovou informaci, nejedné se tedy o sekvenéni vzory, ale pouze o takové, které
se v datech vyskytuji dostatecné ¢asto. Tyto algoritmy se pak déli do t¥i hlavnich
skupin na (1) algoritmy zaloZené na é&itaci, (2) kvantilové algoritmy a (3) algo-
ritmy zaloZené na linedrni projekci (sketches). Znamymi piredstaviteli jsou pak
z prvni skupiny algoritmus LossyCounting, z druhé skupiny GK algoritmus a
ze skupiny t¥eti CountSketches [4]. Piiklady objevovani temporalnich vzora pak
pochazi z chapani datovych proudu jako ¢asovych fad.

5.1 Dolovani v proudech ¢asovych fad

Problém hledani vzort v datovych proudech ¢asovych fad se sestéva z pribézného
monitorovani proudt a hleda podsekvence, tak aby odpovidaly mnoziné poten-
cialnich vzoru. To, zda odpovidé, je zaloZzeno na vzdalenostni mife D a prahu ¢
[14].

Algoritmus SPIRIT se snazi nalézt skryté proménné a trendy v proudech
casovych tad. Cini tak pomoci analyzy hlavnich komponent (Principal Compo-
nent Analysis, PCA) a je schopen detekovat zmény v proudech a poctu skrytych
proménnych. Algoritmus Statstream zase hledd v datech skryté silné korelace
mezi pary casovych fad datovych proudi. Je zalozeny na diskrétni Fourierové
transformaci a velice dobfe paralelizovatelny, coz lze dobfe vyuZit pro zvySeni
vykonu.

Algoritmus MUSCLES se zabyva hledanim odlehlych hodnot a snaZi se pred-
povidat budouci, chybg&jici nebo odlozené hodnoty. Pfedpovéd probihé jak na
zdkladé aktualni sekvence, tak i sekvenci jinych. Algoritmus byl porovnavan s
jinymi metodami (napf. autokorelace) a déaval lepsi vysledky. Algoritmus AW-
SOM se snazi odhalovat v proudech periodické vzory a vypoiradat se pii tom se
Sumem. K tomu vyuZivé vinkovou transformaci z oblasti zpracovani ¢asovych rad



diky tomu, Ze ji lze spocitat rychle a inkrementalné. Navic diky této transformaci
je algoritmus schopen pomérné dobie odhalit periodicitu.

6 Zavér

Cilem tohoto ¢lanku bylo Sir§i sezndmeni s metodami objevovani temporal-
nich vzoru v datech. Predstavuje dolovani ze t¥i riznych zdroji, a to sekvenci,
casovych fad a datovych proudii. Nejvice se pfitom zaobird mnozstvim piistupi
a algoritmu z dolovanim frekventovangch sekvencnich vzori. Detailné shrnout
vSechny oblasti by vyZzadovalo mnohem vice prostoru.

Motivaci pro vybér tohoto tématu je aktudlné feSeny projekt ve spolupraci
se spolec¢nosti AVG. Zde mame k dispozici obrovské mnozstvi dat, ve kterych
se predpokladaji pfedem neznamé vzory. Protoze tato data maji temporalni
charakter, je jednou z moznosti objevovani temporalnich vzori. Pravé zabyvani
se aktualné frekventovanymi sekvenénimi vzory je divod, pro¢ jsou ve ¢lanku
rozebrany vice nez ostatni. Dalsi motivaci pro ¢lanek je souvislost s tématem
diserta¢ni prace v oblasti Dolovani z ¢asoprostorovych dat, kde zpravidla ¢as
byva tou slozitéjsi doménou, se kterou je potieba se vyporddat. Nastudované
pristupy z oblasti temporéalniho dolovani mohou byt piinostné i pro oblast ¢aso-
prostorovych dat.

Clanek dale poslouzi jako zaklad pro aktualné tvofeny ¢lanek popisujici novy
algoritmus pro hledani vicevrstvych sekvenénich vzora zaloZzeném na algoritmu
GSP. Algoritmus ma v soucasné dobé pracovni nazev hGSP, tj. hierarchické GSP.
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