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Abstrakt:

Tato kompilace se zabyva vyuZitim procesu ziskavani znalosti v oblasti genetiky. Snazi
se postihnout cely proces a nastinit problémy jednotlivych fazi. Pfedstavuje stru¢né dostupna
feSeni, rizné varianty a trendy ve vyvoji. Obsahuje definici zakladnich problému v oblasti
genetiky a pouzitelnost procesu ziskavani znalosti pfi jejich feSeni. Blize se zaméfuje na proces
dolovani dat a vyuziti shlukovani. Nabizi zakladni déleni shlukovacich algoritmi a popisuje

princip nejznamé;jsich a nejpouzivanéjSich zastupcul téchto skupin.

1 Uvod

Markantni rozmach molekularni biologie, ke kterému doSlo za poslednich 30 let pfinesl
dalSi smér, kterym lze zkoumat Zivé organismy. Objeveni technologie rekombinace DNA
v sedmdesatych a osmdesatych letech umoznil testovat a objevovat jednotlivé geny i v béZnych
laboratofich. Pokrocilé techniky zpracovani DNA umoznili zabyvat se celym genetickym
materialem jednotlivych organism(. Nejlépe je vidét asi pokrok na konceptech predstavenych
nedavno, které se snazi mapovat cely lidsky genom.

Jako nejtézsi ukol se jevi hledani funkce pfislusného genu. Jiz dlouho se vi, ze funkce
genu in vivo ( vorganismu) je dana 3D strukturou. Tato struktura je pomérné lehce
detekovatelna pomoci rentgenové krystalografie. Umoznuje zkoumat geny na drovni atomu a je
nejpouzivanéj§i metodou pro urovani proteinl. Vice v [1]. Je vyvijena znaéna snaha
kombinovat informace o prostorovém uspofadani s dalSimi poznatky pochazejici z tradi¢nich
biochemickych mérfeni, pomoci technik pro analyzu genetickych fetézci nebo ziskanych

pomoci mikrocipu.
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Prostorové usporadani je pouze jeden z udaju, které Ize uchovavat. DalSimi typy mohou
byt genomy, coz jsou sekvence DNA a jejich pozice. Proteomy — plny pocet proteind.
Metabolické cesty znazorfiujici biochemické reakce obsahujici Cetné proteiny, malé molekuly a

vzajemné interakce. DalSi informace se mohou tykat opterond atd.

2 Proces ziskavani znalosti

Vidime, Ze v oblasti genetiky je mozné ziskat nespoCetné mnozstvi dat, se kterymi je
mozné pracovat mnoha rGznymi zplUsoby. Aplikace data miningu na tato data nas muze
posunout dal a pfinést dal$i uziteéné informace. Mze ulehcit praci s témito daty nebo Iépe tato
data pochopit a interpretovat.

Tento proces se nazyva ziskavani znalosti (knowledge discovery). UzSim pojmem
vyjadfujicim konkrétni aplikaci algoritmd na mnozinu dat se nazyva dolovani dat (data mining).
daleko vétsi schopnosti efektivné generovat a uchovavat obrovské mnozstvi dat, nez tomu bylo
dfive. S tim vyvstava potfeba dalSiho zdokonalovani procesu vhodného ukladani, vyhledavani a
zpracovani, zejména kvli jejich objemnosti a rozlicné struktufe informaci. Obecny postup prace
s daty a jejich pouZiti v procesu ziskavani znalosti Ize zjednoduSené popsat nasledovné :

o “Cisténi“ dat (data cleaning) — odstranéni nekonzistentnich dat.

¢ sjednoceni dat (data integration) — sjednoceni datovych zdroju v celek.

o transformace dat (data transformation) — pfevod dat na takovou podobu, ktera
vyhovuje metodé pro dolovani.

e dolovani dat (data mining) — aplikace vybraného algoritmu za uc¢elem ziskani cilenych
dat.

¢ vyhodnoceni (pattern evaluation) — dolovaci algoritmus mulze vratit znacné objemné
mnoziny dat, vzorkl, pravidel, proto je tfeba vybrat pouze to nejnutnéjsi, popfipadé
zhodnotit uzite¢nost, novost atd.

e prezentace (knowledge presentation) — predani vysledk( uzivateli za pouziti

nejriznéjsich vizualizanich a reprezentacnich technik a metod.
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Obr. 1: Proces ziskavani znalosti

Jednotlivé body celého procesu ziskavani znalosti, tak jak na sebe navazuji, jsou
pfehledné uvedeny v obrazku 1. Organizace kapitol v této praci se snazi téz dodrzet toto
schéma. Prace zabyvajici se aplikaci toho procesu v oblasti genetiky a biologie obecné je &im
dal vice. Samozrejmé je potfeba tento postup vhodné upravovat dle pozadovanych vysledkd,
konkrétnich potfeb a moznych vstupl. Moznych Uprav a zdokonalovani je mozné dosahnout
v kazdém bodé, které jsou zminény v pfedes$lém odstavci. Tomu odpovida i rozmanitost ¢lanki
a knih zabyvajici se touto tematikou. Trendy ve vyzkumu ukazuiji, Ze tato problematika je velice
dilezita a je snaha hledat mozna vylepSeni ve vSech bodech tohoto procesu.

Nasledujici kapitola pojednava o fazi pfipravy dat pro aplikaci konkrétnich algoritmu.
Ukazuje rGzné zpusoby zvySeni efektivity v této Casti procesu ziskavani znalosti. Nasleduje
kapitola pfedstavujici multi-relaCni dolovani dat, jako nastupce klasického pfistupu
relaéniho dolovani. Kapitola 5 popisuje konkrétni dolovaci nastroje a seznamuje zejména
s oblasti shlukovani. Kapitola 6 se zabyva interpretaci vysledki a ukazuje dulezitost tohoto
kroku na pfikladu spravy asocia¢nich pravidel. Posledni kapitola se snazi zmapovat obecné

problémova mista celého procesu ziskavani znalosti.

3 Preprocessing
JiZ na pocatku celého procesu se da docilit vyrazného zrychleni a to vhodnou pfipravou
dat, vybérem vhodné databaze apod. Védci jsou si védomi toho, ze ¢im vice dat pouZiji zaraz,

tim kvalitnéjsi vysledky mohou dostat, coz se tyka nejen mnozstvi, ale i riznych typl dat. Pro



databaze obsahujici nékolik typl dat nebo dokonce pro dany problém vSechny, je
zdurazfiovana nutnost pouziti novych multi-relaénich nastroju.

Biologové se snazi pomoci ziskanych védomosti ovlivnit chovani biologickych procesd,
napfiklad vyvojem novych farmak. Z toho dlvodu musi byt testovany miliony smési in vitro ( ve
zkumavce) a in vivo ( v téle organismu). Ugele je zjistit, zda se navazi na pozadovany protein
nebo zda maji cileny efekt. Zjisténim, ze dana latka ma pozadovany efekt vSak proces nekonci.
Latka totiz mlze vykazovat jiné nepfipustné parametry, napfiklad vysokou toxicitu, mize mit
pfilis kratkou dobu rozpadu nebo naopak pfilis dlouhou. Nemusi proniknout pfes stfevni sténu
do krevniho obéhu apod. Je tedy potfeba testovat fadu dalSich faktort. Disledkem je vSak dalsi
narust jak velikosti tak rozmanitosti dat.

K znaénému narlstu rdznorodosti dochazi také mezi jednotlivymi systémy pro spravu
dat. Pfi tvorbé takovychto systémi nebo jen souborl s biologickymi daty neexistuje zadny
standard nebo referenéni postup. Proto kazdy, kdo s témito daty pracuje, vytvafi viastni, stale
vétSinou novy, systém v€etné databaze svych poznatku a tento systém upravuje dle svych
potfeb. V posledni dobé& se sice zalinaji objevovat zejména v oblasti mapovani lidského

genomu referencni databaze, zatim vSak nijak velkého vyznamu.

3.1 Integrace zdroju dat
Proto vznikaji riizné systémy pro integraci heterogennich dat z riznych zdroju. Kostru

takového systému predstavuje [1]. Snazi se pfedstavit systém, jehoz ma umoznit efektivnéji
zodpovidat nékteré otazky biologu diky provazani nové nabytych informaci o strukturalnich
vlastnostech zkoumanych prvkd sjinymi typy znalosti. Jiné typy znalosti se nazyvaji
derivované. Autofi se snazi vytvofit integrovany systém dovolujici ukladani a zpracovani
biologickych dat. Vytvofili také kaskadni systém, ktery dovoluje aktualizovat data mezi
mapovanymi databazemi. Mezi pouzivané databaze patfi PDB — The Protein Data Bank,
databaze které uchovava 3D soufadnice molekul. Mezi databaze s derivovanymi daty patfi
PRINTS nebo PROSITE databaze, které se zaméruji na klasifikaci proteinu, nasledné vytvareni
rodin a jejich domén.

Integrace takovychto heterogennich databazi je velice slozitd z hlediska transformaci
schémat kazdé z databazi. Kazda informace musi byt identifikovana. Globalni schéma by mélo
byt dostatecné obecné, aby bylo mozné pracovat se vSemi heterogennimi datovymi modely.
V takovychto situacich se omezeni relacnich databazi stavaji problematicka.

Autofi si zvolili XML jazyk jako meta-jazyk pro vymeénu dat mezi riznymi datovymi zdroji.
XML data padaji do tfidy semistrukturovanych dat, jelikoZz se nepodfizuji pfisnému schématu.

Jako dotazovaci jazyk byl autory zvolen XQL jazyk. Pro praci s databazemi se zdal nejvhodné;jsi



systém SODA, coz je client-server systém vhodny pro spravu XML informaci. Dale je detailngji
popsano mapovani dat a transformace do pozadovaného XML formatu. Funk&nost navrzeného
systému je ilustrovana na problému hledani strukturalnich charakteristik aminokyselin, kdy

autofi vyuzivaji dat z jiz zminénych databazi PDB a PROSITE.

3.2 Indexovani databazi
Dullezita je také struktura databaze a zplsob, jakym k datim pfistupujeme. DNA

sekvence mlizeme zjednoduSené definovat jako znacné dlouhé fetézce skladaji se ze CtyF
pismen A, C, G, T. Proteiny (bilkoviny) vyuZivajici abecedu 20ti symbolu jsou pfeklady useku
DNA. Pii pfekladu se vyuZivaji piekladové tabulky, kdy kazdé tfi pismena DNA jsou pfeloZena
na jednu aminokyselinu (AA — amino acid).

Délka DNA sekvenci se méfi v bazovych parech (bp — base pairs) a vétSinou staci uvést
pouze jednu bazi, jelikoz druha je komplementarni (A je komplementarni s G, C je
komplementarni s T). Kvlli obrovské velikosti genomu organism(i se spiSe pouzivaji jednotky
Gbp — Gigabase pairs nebo Mbp Megabase pairs. Jako pfiklad Ize uvést, Ze savci myvaji
v priméru 3 Gbp dlouhy genom. Velikosti databazi zmapovanych genomu organismu na
internetu se pohybuji v desitkach Gbp v zavislosti na druhu databaze. Hledani sekvenci DNA se
z poCatku délo sekvenéné s vyuzitim nékolika filtrovacich technik, které umoznovali vylougit
nékteré oblasti a tim zrychlit prohledavani. Pozdéji se zacal vyuzivat velky vypocetni vykon.
Prikladem muze byt Sanger centrum se 400 pocitadi. | tento vykon vSak nezarucuje rychlé
nalezeni spravné odpovédi. V dnesni dobé se zvySuje poptavka po mechanismech, které by
umoznili systémy na hledani sekvenci DNA daleko vice dostupnéjsi a vice nezavislé na
vypocetnim vykonu. Proto autofi [12] navrhuji novy systém indexovani databaze, ktery
umozniuje indexovat rozsahlé databaze a urychlit vyhledavani v nich. Rada stavajicich algoritmd
pro indexovani nemuze byt vyuzita, jelikoz DNA nelze délit na slova. Ze stejného divodu nelze
vyuzit prefixové indexovani. Jelikoz jde o podobnostni vyhledavani, tedy nejde o pfesné
nalezeni shodného vzorku, algoritmy zaloZené na B-stromech, g-gramové algoritmy apod. téz
nejsou vhodné. Navrhované feSeni je zalozeno suffixovém indexovani, které je upraveno pro
rozsahlé databaze, a vyuziva suffixovy stroml. To jsou komprimované digitalni stromy
obsahujici vSechny suffixy daného Fetézce. Kofen stromu je vstupni bod a startovaci index
kazdého suffixu je uloZen v listu. Kazdy suffix maze byt jednodus$e precten prlichodem stromu
od kofene k listu. Pfi tvorbé& stromu jsou pfidavany terminalni znacky a suffixové linky, které
vyrazné zvySuji efektivnost vyuziti suffixového stromu.

Dulezitym bodem je téz efektivni implementace podobnostniho porovnavani. Jiz bylo

uvedeno, ze nejde o presné vyhledavani podfetézcu v fetézcich, ale hledani podobnych



sekvenci. Techniky zabyvajici se touto problematikou bychom mohli rozdélit na dynamické
dynamické programovani. To zahrnuje vypocCet matice, kterd ma jako jednu dimenzi text a jako
druhou dimenzi hledany vzorek. Pouzitim hodnotici funkce, ktera odménuje shodu pismen a
tresta neshodu, Ize zméfit podobnost dvou fetézcd.

Znamym systémem, ktery feSi tuto problematiku, je BLAST a jeho varianty [13]. BLAST
pracuje ve Ctyfech krocich. V prvnim kroku se vytvari dotazovaci slova (hledané sekvence)
délky k. V druhém kroce se prochazi databaze a vyhledavaji se v fetézcich Useky, které Ize
parovat se zadanymi slovy tak, ze jejich skére je vétSi, nez definovany prah. Tyto pary se
oznacCuji jako seminka a jsou uloZena do vyhledavaci tabulky. Na toto sekvenéni prochazeni
databaze pouziva BLAST kone¢ny automat. Nasleduje krok, kdy se pracuje se seminky. Ta
jsou roz8ifovana na del8i podobné segmentové pary s vétSim skére. Nakonec se provadi
srovnani fetézcl, které jsou nejvic podobné dotazovanému slovu. Ve [13] se Ize setkat
s variantou BLAST++, ktera na zakladé testl dosahuje daleko lepSich ¢asovych vysledk(l. Toho
dosahuje tim, Ze pracuje s nékolika dotazovacimi slovy zaroven, s kterymi zachazi jako
s jednim virtualnim dotazem. Tim se snaZzi upravit postup, kdy dochazi k vyhledavani seminek,

ktery je slabym mistem algoritmu BLAST.

3.3 Zpracovani obrazu
Do faze preprocesingu nepatfi pouze sprava ulozenych dat, ale také zpracovani obrazu.

To je problém feSeny zejména v ramci oboru pocitatové vidéni, coz je védni disciplina, ktera se
snazi technickymi prostfedky alespor ¢aste€né napodobit slozZity proces lidského vidéni. Pfi
vyhodnoceni vizualni informace vSak neni dllezité jen zrakové Ustroji, ale také inteligence
Clovéka, ktera umozhuje v praxi aplikovat dlouho nabyvané zkuSenosti a znalosti o okolnim
svété. Vyzkum pocitacového vidéni se snazi o napodobeni fedeni analogickych uloh.

Ve zpracovani obrazu muzeme rozliSit nékolik logickych krokl. Na nejvysSi arovni jde o
proces pochopeni obsahu, kde feSena uloha ma Casto zakladni rysy probléml feSenych
v oblasti umélé inteligence popf. expertnich systému. Zakladem je vSak dokonala spoluprace
vidéni je analyzovat vstupni dvojrozmérna obrazova data Ciselného charakteru a najit
kvalitativni symbolickou informaci potfebnou pro vyssi aroverni.

Postup zpracovavani a rozpoznavani obrazu realného svéta se dafi rozlozit do posloupnosti
z&kladnich kroku:
¢ Snimani, digitalizace a ulozeni obrazu v pocitaci

o Predzpracovani



e Segmentace obrazu na objekty
e Popis objektl
e Porozuméni obsahu obrazu nebo jeho klasifikace
Fazi segmentace obrazu a transformaci dat do podoby, ktera je vhodna pro dolovani, se
obecné zabyva zavéreCna Cast prace [8] a ukazuje na moznosti pouziti shlukovani pfi této
¢innosti a demonstruje je na prikladech. My se nebudeme detailnéji zabyvat touto oblasti a se

shlukovanim se seznamime blize v kontextu dolovacich uloh.

4 Multi-relaéni data mining

Z podobnych duvodu, jaké byly fe€eny v ivodu kapitoly 3, tedy obecné velké mnozstvi a
rozmanitost dat, se objevuje snaha pfesunout se k multi-relaénimu data miningu. Jako multi-
relacni data mining (MRDM) se oznaluje proces ziskavani znalosti zrelaénich databazi
obsahujicich vicenasobné vztahy. Do tohoto pole vyzkumu patfi také dolovani dat nad vysoce
slozitymi daty. Tato oblast se zaméfuje na spojeni znalosti z oblasti jako jsou ILP (induk&ni
logické programovani), KDD (knowledge data discovery — ziskavani znalosti), strojové uceni,
relacni databaze. Pro dolovani dat je typické hledani vzorkt nad jednou relaci v databazi. Pro
mnoho aplikaci je vSak shromazdéni dat do jedné tabulky nefeSitelny problém, navic pokud
realizovano, vede k ztraté informaci. Multi-relacni dolovani umoziuje pracovat s daty bez
nutnosti transformovat je nejdfive do jedné tabulky. Sou¢asné MRDM systémy umoznuji typické
dolovaci ulohy jako je asociacni analyza, klasifikace, shlukovani, pravdépodobnostni modely a
regrese.

Znamou ulohou aplikace ILP na molekularni data je program GOLEM, ktery umoznuje
modelovat aktivity a vztahy v pozadovanych strukturach. Jako dalSi systém mulzeme uvést
PROGOL, ktery byl uzit k ziskavani informaci o strukturach latek, které jsou mutagenni. Zde se
ukazala nutnost pfimého pouziti multi-relaénich systémd, jelikoz pfevedeni dat na vektory rysu
vedly k vytvofeni vzorkd obsahujicich kazdy miliony rysd. Vice informaci Ize nalézt ve [2], ktera
obsahuje také odkazy na vysledky test(l srovnavajicich klasické RDM a MRDM systémy.

Clanek [10] pfinasi podrobné&jsi pohled na problematiku z hlediska ILP. Popisuje vazby
mezi relaCnimi databazemi a logickym programovanim. Zavadi zakladni pojmy predikatové
logiky. K pojmim frekventované mnoziny a asociacni pravidla zavadi pojmy frekventované
relacni mnoziny a relacni asociaCni pravidla. Frekventované relacni mnoziny jsou datalogové
dotazy a relaCni asocia¢ni pravidla jsou pak odvozeny ztéchto dotaz(l. Na tomto principu
pracuje i znamy ILP systém WARMR, slouzici k detekci molekularnich podfetézci. WARMR

vylepSuje klasicky apriori algoritmus, jehoz hlavni vyhodou je generovani frekventovanych



mnozin. Od Apriori algoritmu se liSi ve hledani Cetnosti vyskytu jednotlivych dotazu (stanoveni
frekvenci) a v generovani kandidatnich dotazu.

Asi nejvice diskutovanym smérem pouziti MRDM v genetice je aplikace
pravdépodobnostnich modelt za ucelem vytvofit genovy regulaéni systém s vyuzitim jak
klasickych dat tak dat z mikroCip0.

Genova exprese je dvoukrokovy proces, ve kterém je gen pfepsan do mRNA a
nasledné je tato mRNA prelozena na protein. Pomoci mikroCipl se v ramci prvniho kroku méfi
mira tvorby mRNA. Je to proces jednodussi nez méfit, do jaké miry je jsou produkovany
odpovidajici proteiny. Vime, ze kdyz exprese jednoho genu (tedy zahajeni pfepisu a nasledna
tvorba odpovidajiciho proteinu) se zvedne, muze ten proces ovlivnit expresi ostatnich genu
vCetné sama sebe. Takovy vliv je zvlasté patrny, jestlize gen kdéduje tzv. transkripéni faktor.
Transkrip€ni faktor je protein, ktery se vaze na podietézec DNA prfed gen a podnécuje nebo
potladuje odstartovani transkripce. Podfetézec kde se vaze transkripéni faktor se nazyva
vazebni misto transkripéniho faktoru. Jestlize dva geny maji stejné profily expresi, pak je
pravdépodobné, Ze jsou kontrolovany stejnymi transkripénimi faktory a stejnd vazebni mista
v sekvencich, které jim pfedchazi.

Na pravdépodobnostni modely Ize nahlizet jako na Bayesovu sit, kde proménné této
sité koresponduji s jednotlivymi poli databaze. Zndma je prace pana Segala, ktery se zabyva
touto tematikou. Odkazy na jeho praci Ize nalézt v [2]. Ten ve své aplikaci uchovava jednu
tabulku pro geny, jednu tabulku pro experimenty a jednu tabulku pro data z méfeni genové
exprese na mikroCipech. Kazdé méfeni je vzdy pro jeden gen v ramci jednoho experimentu a za
jedné ,sady“ urcitych podminek. Pak méfeni genové exprese v databazovém schématu
zachytava vicenasobné vztahy , které existuji mezi geny a experimenty. V ramci Bayesovi sité
je aplikovan EM (expectation — maximization) algoritmus, ktery se zaroven uci, které geny jsou
ovliviiovany kterymi transkripénimi faktory a shlukuje experimenty to skupin. Cely systém by
nebyl tolik slozity, kdybychom znali v§echna data. Pravé pfislusné vazby genu a transkripénich
faktort a pfislusnost jednotlivych experiment( do skupin vS8ak nezname.

Nékolik aplikaci jiz bylo vytvofeno se stejnymi funkcemi ovSem vzdy jak méfeni genové
exprese tak hledani vazebnich mist transkripénich faktor bylo vzdy oddélené. Systém Segala
ukazuje, ze spojeni dvou rliznych typl dat a prace s nimi zaroveri umozriuje dosahnout lepSich
vysledku.

Ve [2] Ize nalézt diskuse i k jinym oblastem pouziti MRDM jako je extrakce informaci

z textu nebo analyza sekvenci.



5 Dolovani dat

Dolovani dat je ¢ast celého procesu ziskavani znalosti, kde jsou aplikovany konkrétni
algoritmy. Pfedpokladaji se jiz Cista data, ktera byla pfedzpracovana, a je mozné se jiz zabyvat
dolovanim pozZadovanych znalosti jako jsou jiz dfive zmifiovana asocia¢ni pravidla, pfislusnost

do tfid nebo shluku.

5.1 Definice problemu
DNA mikroCipy umoznili monitorovat sou¢asné dosazené urovné expresi tisice genu.

Dulezitym ukolem je Casto identifikovat nejen urover exprese jednotlivych gend, ale i mnozinu
gend, u kterych dochazi k expresi zaroven, tedy ovliviiuji navzajem svoji tvorbu. Dale pak se
hledaji vzory genovych expresi. Mnoziny genu, které dosahuji stejné miry exprese ve stejny
Cas, odpovida stejny vzor. Zatimco vzor genovych expresi charakterizuje spole¢ny trend ve
vyvoji urovné exprese pro skupinu genl. Jednoduseji fe¢eno je vzor Sablonou, od kterého se
mira exprese pro rGzné geny vramci jedné skupiny li§i minimalné. Obecné tyto zavislosti
hledame, jelikoz geny, u kterych dochazi k expresi zaroven, patfi do stejné funk&ni kategorie.
Vzory pak charakterizuji dilezité cellularni procesy a poukazuji, jak dochazi béhem procesu
k regulaci genové exprese Vv bunkach. Idealni pro hledani téchto zavislosti je pouziti
shlukovacich algoritm0, kde jednotlivé shluky reprezentuji funk&né podobné skupiny genu.

Blize bychom mohli fici, ze biologové chtéji provést napfiklad fadu experimentl méfici
uroven genové exprese bunék nebo mnoziny bunék za riiznych okolnich podminek ovliviujicich
tyto durovné. Snazi se porozumét, jak je mira genové exprese ovlivnéna druhem tkané, stafim
organismu, terapeutickymi faktory (napf. léky) nebo okolim. Z vypocetniho hlediska je Urover
exprese realné Cislo. Proto vysledek jednoho experimentu je pole realnych Cisel. Mnozina genl
na mikroCipu je urCena potfebami biologl a zuUstava stejna pro vSechny experimenty.
Dostavame tedy matici, kde kazdy prvek reprezentuje urover exprese urcitého genu v uréitém
experimentu. Mimoto je zajimavé sledovat, jak se Uroven exprese genli méni od béznych hladin
exprese v télech organismu. Je tedy zajimavéjSi uchovavat odchylky od normalu nez uchovavat
absolutni hodnoty naméfené na Cipu. Zde se objevuje potfeba normalizace a vysledkem muize
byt matice obsahujici tfi hodnoty. Tyto tfi hodnoty vyjadfuji, zda se uroveh exprese zvysila,
snizila nebo zlstala nezménéna. Nutno podotknout, Ze v nékterych aplikacich se Ize setkat
s vice nez tfemi hodnotami, ovSem jde spiSe o vyjimecny jev. S blizSi specifikaci problémi
tykajicich se analyzy mikroCipu se lze setkat v [5, 7, 9].

Okrajové bych se chtél zminit také o normalizaci. | tato ¢ast sebou pfinasi fadu
problému a vyzaduje pozornost, pokud ma byt vysledny systém efektivni. Data z mikroCipQ

obsahuiji dle [6] dva druhy chyb, nahodné a symetrické. Normalizace je pak béznym postupem,



jak minimalizovat symetrické chyby. Muze jit o globalni normalizaci, log-transformaci, regresni
normalizaci apod.

Symetrické chyby jsou konstantni mezi vzorky zjednoho experimentu, ale mezi
experimenty se liSi. Symetrické chyby v ramci jednoho experimentu mizeme povazovat za
intra-experimentalni odchylky. Vétsinou mame vSak data z riznych experimentd a u kazdého
experimentu odliSné symetrické chyby. Odtud pak zmény mezi t€mito odchylkami Ize definovat
jako inter-experimentalni chyby. VétSina normalizaénich postupu ma vSak problémy vypofradat
se pravé s inter-experimentalnimi chybami. Proto Fung [6] zavadi kolizni faktory ( IF — impact
factors), aby bylo mozné méfit odchylky mezi jednotlivymi tfidami vzorkd v trénovaci mnoziné a
heterogennimi daty ziskané z riznych experimentd. Nasledné pfedstavuji zabudovani téchto IF
do klasifikatorl pro klasifikaci heterogennich vzork( dat (dat z riznych experiment(l) a jejich
testovani na vzorku dat pro detekci rakoviny plic. Nasledujici kapitola pfedstavuje novy pfistup

pfi dolovani znalosti. Pak jiz jsou pfedstaveny jednotlivé skupiny shlukovacich algoritm.

5.2 Explorativni dolovani
Novym pfistupem v této oblasti je interaktivni explorativni zpusob [3]. Navrhovany

systém GeneX (Gene Explorer) pracuje ve dvou krocich.

Krok jedna zahrnuje extrakci informaci o vztazich mezi geny. Ty jsou ulozeny do
atrakéniho stromu (attraction tree). Taktéz shromazduje informace o shlucich v datech. Jakmile
je jednou tento strom vybudovan, neni jiz nutné pracovat s pavodni mnozinou dat.

Krok dvé je krokem, kdy dochazi kindexaci vzorl a gend. Geny jsou sefazeny ve
vytvofeném indexovaném seznamu. Seznam je tvoren tak, ze geny odpovidajici stejnému vzoru
zUstavaji blizko sebe i vtomto seznamu. Nasledné miize byt generovan indexovy graf vzoru.
Na x-ové ose jsou jednotlivé geny sefazené stejné jako v seznamu. Na y-ové ose jsou hodnoty
jednotlivych vzorl. Jestlize ma nasledujici ¢ast seznamu stejny vzor, prvni gen vykazuje
vysokou hodnotu (,puls®) a nasledujici geny maji nizkou hodnotu . Index graf tak nabizi intuitivni
a informativni nastroj zobrazujici vysledek shlukovani.

Tretim krokem je interakce s uzivatelem. Uzivatel mize pracovat s jednotlivymi pulsy a
Lze tak rekurzivné prozkoumat skupiny genl se stejnou mirou exprese.

Autofi také predstavili koncept na rozsifeni toho systému. Jde o Upravu tohoto systému
tak, aby mohl pracovat i s jinymi typy dat, jako jsou vzorky z interakci proteint nebo vysledky

spektrometrie.
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5.3 Shlukovani

Shlukovani je proces sdruzovani dat do skupin disjunktnich tfid zvanych shluky. Proces
sdruzovani je zaloZzen na maximalni podobnosti uvniti shluku a minimalni podobnosti mimo
shluky. V tomto se liSi od klasifikace, nebo-li rozdéleni do tfid, kdy pfedem mame vzorky, kde
zname pfislusnost do jednotlivych tfid. Prvnim krokem je pak trénovaci proces, kdy se na
zakladé téchto vzorkd u€ime charakterizovat jednotlivé tfidy, tak abychom byli schopni do nich
zaradit nové vzorky. Obecné mlizeme shlukovaci algoritmy rozdélit na tfi kategorie — délici
metody, hierarchické metody a metody zaloZzené na vzorech. Délici metody mohou byt dale
rozdéleny z hlediska predpokladani shluki a optimalizace na K-means algoritmy a jeho
derivace, SOM algoritmy a rozsifeni, grafové algoritmy a algoritmy zalozené na modelech.
Hierarchické metody mohou byt rozdéleny na aglomerativni a divizivni podle toho, jak je
budovana hierarchicka struktura.

PFi shlukovani se muzeme setkat s celou fadou rozli€nych typtd proménnych. Mohou to
byt intervalové, binarni, nominalni, ordinalni nebo smisené proménné. Dulezitou vlastnosti pfi
shlukovani je schopnost vyjadfit odliSnost nebo néjak postihnout rozdil mezi hodnotami dvou
objektd v mnoziné dat. Nebo bychom mohli naopak fici, ze se snazime postihnout néjakym
zplUsobem miru shody mezi objekty. Proto vznikaji rizné koeficienty vyjadfujici vzdalenost mezi
objekty datové skupiny. Pro intervalové proménné jsou to napriklad Eukleidovska, Minkowského
nebo Manhattanska vzdalenost. Pro binarni proménné jsou to napf. Jaccarduv, Michener(yv,
Sokallv koeficient a mnoho dalSich. Tato problematika vyjadfeni miry podobnosti by vydala na
schopni vyjadfit miru podobnosti mezi objekty a to, i kdyz jsou popsany proménnymi rlznych

typa. Detailnégji se Ize s touto problematikou seznamit v [8].

5.3.1 K-means algoritmus a jeho derivace (délici algoritmy)

K-means algoritmy by se dali nazvat K-stfedové. Na zacatku je tfeba specifikovat pocet
shlukd K. Algoritmus pak déli mnozinu dat do K disjunktnich shlukud. Kritérium pfislusnosti ke
shluku je vzdalenost od tézisté. Algoritmus byl odzkouSen na databazi naméfenych genovych
expresi [3]. Popis algoritml Ize nalézt ve [3, 8, 11]. OvSem K-means algoritmus ma fadu
nevyhod. Jednou z nich je nutnost zadat pocet shlukd. To je Casto velmi slozité pfedpokladat.
Navic tento algoritmus neni odolny proti Sumu a pfidéluje kazdy prvek v databazi k néjakému
shluku. To mize znamenat znacné posunuti tézisté shluku a nasledné Spatnou interpretaci
vysledku. Snaha o prekonani téchto nevyhod vedla ke vzniku fady variant tohoto jinak velice
popularniho algoritmu a tak vznikly algoritmy K-medoids, Adapt_Cluster a fada dalSich. Tyto

algoritmy vyuzivaji pravdépodobnosti pfi ur¢ovani, do kterého shluku se prvek zaradi.
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Obecné Ize Fici, Ze tyto metody vyzaduji vstupni parametry. Navic pokud je algoritmus
spustén, chova se jako ,Cerna skfifika“. Proces shlukovani je bez jakékoliv interakce
s uzivatelem.

Zajimavou variantu lze najit v [11]. Jde o Fuzzy C-Means shlukovaci algoritmus.
Pfedstavme si, Ze mame mnozinu X s n objekty, kde kazdy objekt je popsan m atributy. M&jme
téz mnozinu C s k tfidami. Hlavnim rysem fuzzy c-means algoritmu je, ze kazdému objektu x
z X pfifazuje algoritmus hodnost vyjadiujici Clenstvi u(x,c), takovy, ze u(x,c): X x C — [0,1].
Algoritmus se zastavi, jestlize zména hodnosti vSech objektll se snizi pod definovany prah. Pro
meéfeni vzdalenosti se pouziva Eukleidovska vzdalenost. Algoritmus pracuje velice Spatné
pokud se tvary shluk( vyrazné odliSuji od sférickych tvarl. Tento problém se snazi feSit

Kohenovy sité.

5.3.2 SOM a jeho rozsireni
Self-Orgainzing Maps byly vynalezeny Kohenem na zakladé jednovrstvych neuronovych

siti. Téz se nazyvaji topologicky organizované neuronové sité nebo Kohenovy mapy. Jde o
jednoduchou soutézivou plné propojenou sit. Po pfilozeni vstupniho vektoru zacnou neurony
mezi sebou soutézit az zvitézi jediny. Ten pFedstavuje shluk, do kterého sit zafadila vstupni
vektor. U¢eni spociva v modifikaci vah vitézného neuronu a jeho topologickych sousedu.

SOM algoritmus byl aplikovan napf. v pfipadé studii hematologické diferenciace. Vzory
1036 lidskych genu byly mapovany na 6 x 4 SOM. Po provedeni shlukovani byly geny
zorganizovany do biologicky relevantnich shlukd, které pomohly stanovit nové hypotézy.
Priklady nékterych téchto hypotéz jsou uvedeny v [3]. Dulezitou strankou SOM je, Ze umoznuji
uzivateli ovlivnit strukturu a uspofadat podobné vzory jako sousedy na vystupnich neuronech.
Tato vyhoda ulehéuje vizualizaci a interpretaci vysledkll. Bohuzel stejné jako K-Means
algoritmy uzivatel musi specifikovat pocet shluku. Tyto nedostatky se opét snazi fesit varianty
SOM jako je pfiklad Fuzzy ART (Fuzzy Adapitve Resonance Theory) apod. Dal$i nevyhodou
je, ze pocet shluki, které maze sit rozliSit, se pfimo vztahuje k poCtu neuront v siti. Jelikoz je
tento pocet preddefinovan, formovani nové potfebnych novych shlukd nemusi byt povoleno.
S timto problémem se snazi vypofadat GCS (Growing Cell Structure Networks). Jde o variantu
Kohenovych siti s proménlivou topologii, takZze neni tfeba poZadovat po uZivateli zadavani
poctu neurond. Vyhodou je také pouziti minimalniho mnozstvi konstant a vylouceni Casové
zavislych proménnych. Moznost pferusit ucici proces a nasledné ho kdykoliv opét nastartovat
déla z této varianty Kohenovych siti u¢inny nastroj pro tvorbu dynamicky se ucicich systémd.
V [11] lze nalézt srovnavaci studii, kdy jsou vzajemné porovnany GCS, Fuzzy c-means,

zakladni Kohenovy sité, K-means a Fuzzy Kohenovy sité. Vitézné z této pétice vysel Fuzzy
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Kohenova sit, ktera bohuzel neni v praci nijak detailngji popsana. Algoritmy K-means a

Kohenova sit’ vykazovaly nejhorsi vysledky.

5.3.3 Grafové algoritmy

U algoritm0 vyuzivajicich grafa G(V,E) je kazdy gen reprezentovan vrcholem v € V.
Napfiklad v systému CLICK je par genu x,y € V spojen hranou e(x,y) € E s vahou odpovidajici
podobnosti na zakladé vzorl x a y. Problém shlukovani je takto pfeveden na problémy znamé
z teorie graft. Algoritmus HCS (Highly Connected Subgraph) rekurzivné déli graf pomoci fezl
na mnozinu vysoce propojenych ¢asti. Kazda tato ¢ast je povazovana za shluk. Na algoritmu
HCS je postaven i systém CLICK. Sila grafovych shlukovacich algoritm( je v dobrém
matematickém zakladu teorie grafl, pfesto vyzaduji fadu Uprav. Napfiklad nékteré geny patfici
do stejného shluku jsou spojeny znaénym mnozstvim genu ,prostfednikd®, které v tomto shluku

budou téz, a¢ tam nepatfi.

5.3.4 Algoritmy zalozené na modelech
Tyto algoritmy vyuzivaji pfi formovani shluki pravdépodobnostnich rozlozeni. Bylo

implementovano par pfikladd vyuzivajicich Gaussovo rozlozeni. Ukazalo se vSak, ze tento typ
rozlozeni neni vhodny pro data, kde proménnou je €as. Je to proto, Zze pak je nahlizeno na
Casové vzorky jako na neuspofadanou mnozinu vzorkd dat a dochazi k ignoraci zavislosti na
Case. Byli pfestaveny jiné modely vyuZivajicich kubickych spline kfivek nebo B-spline kfivek
k zachyceni exprese genu. Pro popis Casovych zavislosti byly vyuzity napfiklad i skryté
Markovovy modely. Vyhodou téchto algoritml je, ze pracuji s pravdépodobnostmi vyjadfujici
nalezitost vzorku dat k danému shluku. Jelikoz dany gen muze participovat ve vice shlucich, je
vyjadfeni pomoci pravdépodobnosti velice vhodné. Nevyhodou je naopak, Ze se spoléhaji na to,

Ze mnozina dat odpovida danému rozlozeni.

5.3.5 Aglomerativni metody
Princip téchto metod je ve vytvareni stromové struktury shlukl. Nejdfive je nazirano na

kazdy datovy prvek jako na samostatny shluk a v kazdém kroku se spoji nejbliz8i dva shluky.
Algoritmus pracuje dokud neni vytvofen jediny shluk. Zastupcem téchto metod muze byt systém
UPGMA (Unweighted Pair Group Method with Arithmetic Mean), ktery graficky reprezentuje
data rozdélena do shlukl. Vyhodou téchto metod je pravé jednoducha graficka reprezentace
shluk(. Diky této grafické reprezentaci je pravé i systém UPGMA velice oblibeny u biologu.
Bohuzel i tyto metody nejsou odolné vi&i Sumu. Spojovani je provadéno na zakladé informaci,
které ma algoritmus k dispozici jen v daném kroku a nikdy se nediva ,zpét‘. A tak Spatna

rozhodnuti o déleni na zaCatku nejdou jiz v prubéhu celého procesu napravit. Navic
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hierarchické shlukovani obecné vraci pouze stromovou strukturu mnoziny dat, zvanou
dendrogram, a je velmi tézké rozhodnout, kdy se ma algoritmus zastavit. S dalSim
podrobné&jsim délenim skupiny téchto algoritmu se Ize seznamit v [8].

Vylepseni téchto metod ubiha rlznymi cestami. Vznikla fada variant, jako je Filtrovaci
shlukovani, které se snazi ucinit algoritmus vice odolny proti Sumu. Jina vylepSeni se naopak
snhazi uZivateli napomoci pfi tvofeni shluku vhodnou visulaizaci dendrogramu. Touto cestou jde
HCE ( Hierarchical Clustering Explorer ). Nutno podotknout, Ze jde jen o jakousi zastérku,
jelikoz algoritmus stale nedokaze rozhodnout, kdy prestat dale tvofit dendrogram.

O radikalni vylepSeni se snazi autofi [4] a pfedstavuji novy algoritmus PAH (probabilistic
abstraction hierarchies). Shrnuji sou¢asné nedostatky této tfidy algoritm(l, zejména pravé fadu
mensich vylepSeni, které nevedou k vyraznému posileni vyuzitelnosti téchto algoritm(l. Autofi
pro kazdy uzel stromu vytvareji tfidu, které odpovida specificky pravdépodobnostni model (CPM
— class probabilistic model). Algoritmus je odolnéjsi v(ici lokalnim extrémuim a navrzeny koncept
hierarchii sblizuje jednotlivé CPM, pokud jsou si podobné. To vede ke zvySeni robustnosti
z hlediska Sumu i z hlediska vybéru mnoziny dat pro tvorbu hierarchické struktury. Algoritmus
se tedy souCasné snazi optimalizovat tfi véci: pfidélovani dat do shluk, modely asociované se
shluky a hierarchickou strukturu. Unikatnost vidi autofi pravé v druhém a tfetim bodé&, kdy
dochazi kviditelné redukci citlivosti na zaSuméla data a nachylnosti k lokalnim maximim.
Postup je demonstrovan na praci s daty tykajici se genové exprese, proteinovych sekvenci a

HIV proteazy.

5.3.6 Divizivni metody
Jsou velice podobné aglomerativnim metodam, ovSem postupuji opaéné. Na zacatku

algoritmu existuje jeden shluk, ktery obsahuje celou mnozinu dat. Iterativné déli shluky, dokud
kazdy shluk neobsahuje jeden objekt z datové mnoziny nebo neni splnéno néjaké kritérium
ukon&eni. Prikladem muze byt DAA (deterministic-annealing algorithm). DHC algoritmus
vyuziva prostorové reprezentace. Tedy geny se stejnou mirou exprese vytvafi v prostoru oblasti
o vétSich hustotach. Datové prvky (geny) v ,centrech® shlukd jsou nositeli vzori genové
exprese, které jsou sdileny dalSimi prvky v této husté oblasti. Algoritmus je zavisly na zadani
dvou vstupnich parametrech. Prahu minimalni podobnosti a minimalniho poctu prvkl ve shluku.
Rada systému vyuziva této myslenky jako HCS, SOTA. Systémy se jevi vhodné pro analyzu dat
se slozitou strukturou shlukd, oviem stejné jako algoritmus DHC trpi nutnosti zadat vstupni

hodnoty.
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5.3.7 Metody zalozené na vzorcich
Pozor, uvodem bych chtél fici, Ze zde je tfeba odliSovat kdy jde o vzory genové exprese

a kdy jde o vzorky, €imz se mysli napfiklad vzorky nasbirané v néjakém ¢asovém obdobi.

Algoritmy zmifilované dfive jsou pfiklady tzv. globalniho shlukovani. Bunécny proces
ovSem probiha v ase. Vzorky dat tedy nejsou jen mnoZina, ale zavisi v jakych Casovych
usecich byly odméfeny a kolik jich mame. Objevuji se algoritmy, které se snazi zachytit i tyto
zavislosti. Cheng a Church pfedstavili koncept dvojshlukovani (biclustering). Postup je zaloZen
na heuristickych metodach, tedy nelze zarudit, Ze dvojshluk zachyti vdechny kompletni mnoZinu
odpovidajicich dat.

Bliz8i popis nékterych zminénych metod a odkazy na jejich autory Ize nalézt v [3, 8].
Zde jsme si uvedli jen ty nejznamé;jsi a nejvice propracované skupiny shlukovacich algoritma. V
[8] Ize nalézt dalSi algoritmy jako je Fuzzy shlukovani, shlukovani zaloZzené na simulovaném
zihani apod. Clanek se téz zabyva reprezentaci shlukG a diskutuje moznosti jako je

reprezentace pomoci tézisté, pomoci uzli ve stromové struktufe nebo pomoci logickych vyraza.

6 Postprocessing

Postprocessingem bychom mohli nazvat tu ¢ast, kdy dochazi ke zpracovani vysledkd,
které obdrzime aplikaci nékterého z dolovacich algoritmd. Vyznamnost tohoto kroku vzrostla
s pfichodem novych experimentalnich technik jako je napfiklad metoda mikroCipt. Tato metoda
dovoluje biologim méfit expresi az 40 000 genli na jednom Cipu. Pokud vezmeme problém
méfeni genové exprese, ktery jsme nastinili v dvodu kapitoly 5, a budeme se zabyvat hledanim
vztahi mezi zménami hladin exprese jednotlivych gend, Ize ztakovéhoto poctu testu
vygenerovat az stovky milién( asociaci v zavislosti na nastaveni vstupnich parametra.

Samoziejmé, Ze daleko mensi mnozina asociaci pfindsi néjakou zajimavou informaci.
VétSina pravidel je irelevantnich nebo vyjadfuji jiz znamou informaci. Cilem je pak oddélit
skupinu uzite€nych pravidel od téch ostatnich. Jednou cestou je omezit generovani asociaci
vyuzitim nékterych dolovacich technik, které umoZzhuji zadavani omezeni. Sem patfi i
omezovani vstupnich dat podle jistych pravidel. Napfiklad Berrar [5] zuZzil skupinu genu z 1500
na 20 a i pocet testovanych Iékd. OvSem omezeni celého problému na 20 genu a 20 lékd mize
vést k opomenuti nékterych velice dulezitych vazeb a nenalezeni velmi dullezitych asociaci
(zavadénim omezeni se okrajové zabyva clanek [8]). Proto se autofi [5] snazi snizit poCet
asociacnich pravidel pravé ve fazi postprocesingu tim, Ze nabizi biologum interaktivni nastroje
pro spravu obrovského mnozstvi asociacni pravidel. Témito nastroji je sada operatorll pro

sdruzovani, filirovani a prohlizeni a inspekci dat.
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Systém umoznuje definovat Sablony a tak se pfimo zaméfit na pouze na cilenou ¢ast

vygenerované sady asociaci. Sablony mohou byt nasledujiciho tvaru:

RulePart HAS Qunatifier OF C4,C,..., Cy [ONLY]

Kde RulePart mdze byt TELO, HLAVA, nebo PRAVIDLO a specifikuje ast pravidla, na
které se omezeni aplikuje. Mnozina C,,C...., Cy reprezentuje seznam genu (pfipadné uroven
exprese), které maji byt porovnany. Qunatifier je parametr urc€ujici, kolik genl z mnoziny
C1,Cs..., Cy ma asociace obsahovat. Muze nabyvat konkrétnich hodnot, mize to byt rozsah
nebo mlze byt zastoupen vyrazy ALL, ANY, NONE. Prfiklady takovych to Sablon mohou vypada

nasledovné.

RULE HAS (ANY) OF G1,G5,G7
VSechna pravidla obsahujici nejméné jeden z genu G1, G5, G7.
HEAD HAS (ANY) OF [DNA_Repair]

VSechna pravidla, které obsahuji opravny gen v hlavi¢ce pravidla.

Priklady Sablon mohou byt pouZity samostatné nebo je mozné je kombinovat. Autofi
nabizi téz Ffadu preddefinovanych operator(. Napfiklad biology muze zajimat, jestli skupina

genu ovliviuje jinou. PFikladem by pak mohla byt Sablona :

POSSIBLE_INFLUENCE(GeneSet1, GeneSet2) =
BODY HAS (ANY) OF GeneSet1 AND
HEAD HAS (ANY) OF GeneSet2 OR
BODY HAS (ANY) OF GeneSet2 AND
HEAD HAS (ANY) OF GeneSet1

Autofi vybavily systém také moznosti sdruzovat pravidla do skupin a moznosti prochazet
tyto skupiny. Vyuzivaji pfitom svuj dfive implementovany systém pro méfeni podobnosti. Ten
upravili tak, ze se vytvafi stromova struktura. Dle autord by méla byt hlavni vyhodou jejich
postupu moznost naprosté kontroly granularity. Tedy moznost kontrolovat strukturu a velikost
shlukd. Druhou vyhodou je upravené sdruzovani pravidel do skupin. Kdy skupiny se vytvari
pouze na zakladé struktury pravidel a nejsou ovlivnény celou mnozinou vygenerovanych
asociaci. Timto nedostatkem trpi fada shlukovacich algoritmu, kdy zafazeni vygenerovanych

asociaci (v tomto pfipadé, jinak plati obecné pro jakykoliv typ znalosti) do shlukd zavisi také na
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ostatnich vygenerovanych asociacich. Tfeti vyhodu vidi autofi na rozdil od jinych metod, kde je
nesnadna interpretace shlukl z duvodu rozdilné struktury asociaci uvnitf shluku,
v jednoduchosti popisu jednotlivych tfid pomoci agregaénich pravidel, které mohou pfimo
reprezentovat shluk. Posledni vyhodou je, Ze dany systém je schopen pracovat s velkym
poctem atributl, jak numerickych tak kategorickych. To je dosazeno pouzitim vyhledavacich
tabulek pro ukladani hierarchické struktury a struktur podobnych hashovacim tabulkam pro
ukladani agregacnich pravidel.

Bohuzel u poslednich dvou vyhod, tedy reprezentace shluki pomoci agregacénich pravidel a

dosaZeni dobré Skalovatelnosti je v [5] popsano velmi povrchné.

7 Zaver

Cela tato prace si kladla za cil zmapovat vyuziti procesu ziskavani znalosti v genetice.
Rada dolovacich nastroji jiz nasla uplatnéni v mnoha biologickych experimentech a
popularnost téchto technik stale roste zejména diky novym experimentalnim postuplm, jako je
vyuziti mikro€ipu. Tyto techniky dovoluji testovat naraz obrovské mnozstvi dat a dolovaci
algoritmy jsou vhodnym nastrojem pro jejich zpracovani.

Proces ziskavani znalosti neni jednoduchy a jeho efektivni implementace vyzaduje
pozornost ve vSech fazich procesu. Jak vhodnou pfipravu dat, tak vhodné zpracovani vysledku
a naslednou interpretaci.

Prace [11] prezentuje srovnavaci testy péti shlukovacich algoritmi. Dale popisuje
algoritmus C5.0, zaloZeny na rozhodovacim stromé, ktery pomaha v interpretaci a validaci
vysledku. Nehledé na vysledky shlukovacich analyz bylo demonstrovano, jak dulezité je faze
postprocesingu. Velice uspésny algoritmus C5.0 dokazal, jak ukazuji experimenty, detekovat
Uuspésné rozdilné typy leukémii jen na zakladé 12 genu. Zatimco dFfivéjsSi testy vyzadovaly

testovat 50 gend.

7.1 Nedostatky soucasnych algoritmu
V jednotlivych kapitolach této prace popisuji etapy celého procesu dolovani. Celkové Ize

shrnout problematické oblasti procesu ziskavani znalosti do téchto bodl a to nejen v kontextu
genomickych databazi:
e Manipulace s rtiznymi typy dat
Ocekava se, ze systém pro ziskavani znalosti bude schopen efektivnhé dolovat
nad riznymi typy dat. Navic se jiz povazuje za bézné, ze databaze obsahuje

komplexni typ dat, jako jsou strukturovana data a komplexni datové objekty,
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hypertextova a multimedialni data, prostorova a temporalni data atd. Systém,
ktery ma obstat, by mél byt schopen pracovat nad takovymto typem dat.
Nicméné rozmanitost datovych typu a rozdilné cile &ini nerealnym existenci
dolovaciho systému, ktery by byl schopen pracovat nad celou Skalou typl dat.
Na slozitosti téz pfidava fakt, Zze v multimedialnich aplikacich se ¢asto kombinuje
nékolik vyrazovych prostiedkd.

Uginnost a méfitelnost dolovacich algoritmu

Abychom mohli efektivné extrahovat informace z obrovského mnozstvi dat
v databazich, algoritmy musi byt efektivni a méfitelné. To znamena, ze ¢as pro
béh algoritmu musi byt pfedpovidatelny a pfijatelny pro databaze jakékoliv
velikost. Algoritmy s exponencialni nebo dokonce polynomialni sloZitosti nemaji
Sanci na praktickou realizaci.

Schopnost vyjadreni vysledktl dolovani

Ziskana znalost by méla vystihovat obsah databaze a méla by byt uzite€na pro
urcité aplikace. Vyjimky by mély byt téZ obslouZeny. Tyto poZadavky motivuji ke
studiu jak kvalitativné ohodnotit ziskanou znalost, vyjadfit miru jeji zajimavosti a
spolehlivosti.

Vyjadreni riiznych druht vysledku dolovani

Z obrovského mnozstvi dav Ize ziskat rizné druhy znalosti. Lze na né také
pohlizet z riznych pohledd a prezentovat je v rozlicné podobé. To vyzaduje
schopnost vyjadfit jak dotaz tak ziskanou znalost jazykem vyS$Si urovné nebo
pomoci grafického uzivatelského rozhrani. Tim bude zaroveri umoznéno klast
dotazy a pfimo porozumét nalezené znalosti i laikiim.

Interaktivni ziskavani znalosti na vice abstrakénich urovnich

Jelikoz Ize pfedpokladat, ze mizeme najit dalSi zajimavé znalosti, nez pouze ty,
které jsme o&ekavali, méla by byt vypracovana moznost dotazovani na vysoké
urovni. Interaktivni dolovani by mélo byt téz podpofeno, takze uzivatel muze
upravit svoji zadost k systému a flexibilné prohliZet dat a vysledky.

Ziskavani znalosti z riznych zdrojt

Siroce pfistupné lokalni i globalni sit& véetné internetu spojuji mnoho datovych
zdroju a formuiji tak obrovskou heterogenni distribuovanou sit. Ziskavani znalosti
z takovéto sité s riznymi datovymi sémantikami pfinasi novou vyzvu a zarover
problém. Dolovani dat zde muzZe pomoci odkryt zakonitosti v takovychto

databazich, kde jednoduché dotazovaci systémy by selhaly. Navic znacna
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velikost databazi, Siroka distribuce a vypocletni slozZitost nékterych dolovacich
technik motivuje k vyvoji paralelnich a distribuovanych dolovacich algoritmu.
Bezpecnost

Tam, kde se Ize na data divat z mnoha uhli a na riznych abstrakénich Grovnich,
vyvstava problém s ochranou dat a obranou proti zasahum do soukromi. Je
dilezité pro dalsi rozvoj védét, kdy muze dolovani vést k poruseni bezpec€nostni
politiky a jaka opatfeni tomu mohou zabranit.

Smeésna podpora

Zatim bylo u€inéno velmi malo ve vyvoji specifickych algoritmd pro multimedialni
data. NejvSestrannéjSi algoritmy byly vyvinuty pro numericka data, vétSinou
obycejné soubory nebo relaéni databaze, a jsou velmi téZko adaptovatelné na
obrazové databaze. Nastroje pro dolovani obrazovych dat by méli byt flexibilni a
rychle pfizpusobitelné na jinou doménu znalosti a to i v pfipadech vysSi
specializace. Méla by byt zahrnuta moZnost ad-hoc dolovani.

Nedostateéné zkusSenosti

V mnoha vécech spoléha obor dolovani dat na pfibuzné védni discipliny, kde se
ovSem také setkava s nedostatkem podpory. Jsou to obory strojové uceni,uméla
inteligence, databaze, statistika, velmi naro¢né vypodlty, vizualizace.
Mezioborové zkuSenosti jsou velmi dulezité. Je velmi malo odbornik(l s praxi
hned z nékolika takovych oborl. Velmi dllezité je také informovanost vlastnik(
dat, ze nad svymi daty vibec mohou provadét dolovani a mize jim pomoci

vyfesit jejich problémy.

VSimnéme si, ze nékteré body si koliduji. Napfiklad cil protekce a ochrany dat maze byt

ve sporu s potfebou interaktivniho dolovani vicedroviiovych znalosti z riznych Ghld pohledu.

7.2 Zhodnoceni

Je tfeba podotknout, Ze narozdil od dolovani dat v business sféfe, je oblast ziskavani

znalosti v kontextu genomickych, obrazovych €i audio databazi stale mladym odvétvim. Zajem

0 zpracovani obrovského mnozZstvi dat Zzene kupfedu vyvoj v této oblasti a proces ziskavani

znalosti se stava nutnosti.

Pro dosazeni maximalni efektivity se pfedpoklada spoleéné feSeni problému s obory

pocitaCového vidéni, strojového ucCeni, umélé inteligence a pocitaCové grafiky. Kvalitni

pfedzpracovani obrazu, extrakce rysu stejné jako nasledna prezentace vysledk( jsou zakladem

Uspéchu pfi dolovani obrazovych dat. Problémy podobnostniho vyhledavani, ukladani dat,

shlukovani, klasifikace ¢i detekce objektl jsou aktualnimi tématy.
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Oblast genetiky spolu s oblasti predikce pocasi, analyzou nakupniho kosiku nebo

zpracovani snimku vesmiru byly doposud jediné oblasti, kdy byl proces dolovani dotahnut do

podoby profesionalnich komerénich systém(. Praxe v téchto oborech vSak ukazuje na daleko

SirSi pouziti ttmér v jakémkoli oboru.
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